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I 

 
Systemarkitekturutbildningen är en kandidatutbildning med fokus på programutveckling. Utbildningen 
ger studenterna god bredd inom traditionell program- och systemutveckling, samt en spets mot modern 
utveckling för webben, mobila enheter och spel. Systemarkitekten blir en tekniskt skicklig och mycket bred 
programutvecklare. Typiska roller är därför programmerare och lösningsarkitekt. Styrkan hos utbildningen 
är främst bredden på de mjukvaruprojekt den färdige studenten är förberedd för. Efter examen skall 
systemarkitekter fungera dels som självständiga programutvecklare och dels som medarbetare i en större 
utvecklingsgrupp, vilket innebär förtrogenhet med olika arbetssätt inom programutveckling.  

I utbildningen läggs stor vikt vid användning av de senaste teknikerna, miljöerna, verktygen och metoderna. 
Tillsammans med ovanstående teoretiska grund innebär detta att systemarkitekter skall vara anställningsbara 
som programutvecklare direkt efter examen. Det är lika naturligt för en nyutexaminerad systemarkitekt att 
arbeta som programutvecklare på ett stort företags IT-avdelning, som en konsultfirma. Systemarkitekten är 
också lämpad att arbeta inom teknik- och idédrivna verksamheter, vilka till exempel kan vara spelutveckling, 
webbapplikationer eller mobila tjänster.  

Syftet med examensarbetet på systemarkitekturutbildningen är att studenten skall visa förmåga att delta i 
forsknings- eller utvecklingsarbete och därigenom bidra till kunskapsutvecklingen inom ämnet och 
avrapportera detta på ett vetenskapligt sätt. Således måste de projekt som utförs ha tillräcklig vetenskaplig 
och/eller innovativ höjd för att generera ny och generellt intressant kunskap.  

Examensarbetet genomförs vanligen i samarbete med en extern uppdragsgivare eller forskningsgrupp. Det 
huvudsakliga resultatet utgörs av en skriftlig rapport på engelska eller svenska, samt eventuell produkt (t.ex. 
programvara eller rapport) levererad till extern uppdragsgivare. I examinationen ingår även presentation av 
arbetet, samt muntlig och skriftlig opposition på ett annat examensarbete vid ett examinationsseminarium. 
Examensarbetet bedöms och betygssätts baserat på delarna ovan, specifikt tas även hänsyn till kvaliteten på 
eventuell framtagen mjukvara. Examinator rådfrågar handledare och eventuell extern kontaktperson vid 
betygssättning.  
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Abstract 
For this study TORCS(The Open Racing Car Simulator) have been used, since it is an 

interesting game to create self-driving cars in. This is due to the fact there is nineteen different 

sensors available that describes the environment for the agent. The problem for this study has 

been to identify what sensor can be used in a reward function and how should this reward 

function be implemented. The study have been utilizing a quantitative experimental method 

where the research questions have been: How can a reward function be designed so that an 

Agent can maneuver in TORCS without crashing and at the same time have a consistent result  

The quantitative experimental method was picked since the writerôs hade to design, implement, 

conduct experiment and evaluate the result for each reward function. Fifteen experiments have 

been conducted over twelve reward functions on two different maps: E-Track 5 (E-5) and 

Aalborg. Each of the twelve reward function conducted an experiment on E-5, where the three 

once with the best result: Charlie, Foxtrot and Juliette conducted an additional experiment on 

Aalborg. The test on Aalborg was conducted in order to prove if the reward function can 

maneuver on more than one map. Juliette was the only reward function that managed to 

complete a lap on both E-5 and Aalborg without crashing. Based on the conducted experiment 

the conclusion that Juliette fulfills the research question was made, due to it being capable of 

completing both maps without crashing and if it succeeded it gets a consistent result. Therefor 

this study has succeeded in answering the research question. 
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III  

Sammanfattning 
Den här studien använder sig av TORCS(The Open Racing Car Simulator) som är ett intressant 

spel att skapa självkörande bilar i då det finns nitton olika typer av sensorer som beskriver 

omgivningen för agenten. Problemet för denna studie har varit att identifiera vilka av alla dessa 

sensorer som kan användas i en belöningsfunktion och hur denna sedan skall implementeras. 

Studien har anammat en kvantitativa experimentell studie där forskningsfrågan är:  Hur 

kan en belöningsfunktion utformas så att agenten klarar av att manövrera i spelet TORCS utan 

att krocka och med ett konsekvent resultat 

Den kvantitativ experimentell studien valdes då författarna behövde designa, implementera, 

utföra experiment och utvärdera resultatet för respektive belöningsfunktion. Det har utförts 

totalt femton experiment över tolv olika belöningsfunktioner i spelet TORCS på två olika banor 

E-Track 5(E-5) och Aalborg. De tolv belöningsfunktionerna utförde varsitt experiment på E-5 

där de tre som fick bäst resultat: Charlie, Foxtrot och Juliette utförde ett experiment på Aalborg, 

då denna är en svårare bana. Detta för att kunna styrka om den kan köra på mer än en bana och 

om belöningsfunktionen då är generell. 

Juliette är den belöningsfunktion som var ensam med att klara både E-5 och Aalborg utan att 

krocka. Genom de utförda experimenten drogs slutsatsen att Juliette uppfyller forskningsfrågan 

då den klarar bägge banorna utan att krocka och när den lyckas får den ett konsekvent resultat. 

Studien har därför lyckats designa och implementera en belöningsfunktion som uppfyller 

forskningsfrågan. 
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1 Inledning 
Självkörande bilar är ett hett forskningsområde, både inom den akademiska världen och 

industrin. Sebastian Thrun (grundare av Googles självkörande bil samt grundaren av företaget 

Udacity) har skapat ett open-source projekt The Udacity Self-Driving Car (Udacity, u.å.) där 

man kan bidra till utvecklingen av en fysisk självkörande (autonom) bil. Bil spel används även 

i forskningen kring autonoma bilar. Ett exempel på ett sådant spel är TORCS(Torcs u.å.). I detta 

spel hålls årliga turneringar för autonoma bilar (Wymann Et al. 2015).  Ett intressant spår för 

autonom styrning av bilar, är via Deep Reinforcement Learning, d.v.s. en kombination av djupa 

neurala-nätverk med Reinforcement Learning (Mnih, 2016) där man kan träna en autonom 

agent òend-to-endò endast med pixlar som input. 

 

Djupa neurala-nätverk (eng. Deep Neural-Networks) består av neurala-nätverk (eng. Neural-

networks) som är uppbyggda med fler än ett dolt lager. Ett neuralt-nätverk är inspirerat av det 

biologiska neurologiska-systemet hos däggdjur, där det finns olika neuroner (mottagare), som 

hanterar olika problem (Stergio & Siganos 1996). Neurala-nätverk och djupa neurala-nätverk 

benämns även inom litteraturen som artificial neural networks (ANN) och numera som Deep 

Learning (Goodfellow 2016, s13; Stergio & Siganos 1996). Denna studie kommer fortsätta att 

benämna det som neurala-nätverk. 

 

Reinforcement learning är ett begrepp inom maskininlärning för hur en agent lär sig en optimal 

policy, d.v.s. att bete sig på ett optimalt sätt, från sina egna handlingar genom att interagera med 

sin omgivning. En sekvens av handlingar anses optimal om den maximerar den totala 

belöningen med avseende på omgivningens belöningsfunktion (Goodfellow 2016, s25). En 

belöningsfunktion (eng. Reward Function) är inom Reinforcement Learning ett sätt att förmedla 

för en agent hur önskad eller oönskad en sekvens av handlingar är. Genom att ge agenten en 

hög belöning vid önskade handlingar eller låg belöning vid oönskade handlingar lär sig agenten, 

hur denne skall agera vid specifika tillstånd. (Russel & Norvig 2010, s830-831). 

 

TORCS (The Open Racing Car Simulator) är ett open-source racing simulator spel (Torc u.å.), 

som har blivit ett intressant val för forskning inom artificiell intelligens, såsom skapande av 

autonoma agenter. I spelet finns 19 olika typer av sensorer som bland annat mäter: Hastighet i 

X,Y & Z riktning, motorns varvtal, bilens position på banan och hinder framför bilen. Dessa 

sensorer beskriver omvärlden för agenten. I spelet finns även sex reglage som hanterar 

styrningen av fordonet. Därmed kan man ställa sig frågandes vilka av dessa sensorer som kan 

vara av intressanta för en belöningsfunktion (Loiacono Et al... 2013). 

 

I ett tidigare experiment av Ganesh Et al. (2016) använde sig författarna sig av sensorer för 

fordonets vinkel i relation till banan, banans centrum, dess kanter och svänggraden på hjulen. 

Agentens belöningsfunktion var baserat på fordonets hastighet framåt och en bestraffning om 

den avvek ifrån väggens median eller om bilen rörde sig i sidled. Detta experiment lyckades att 

skapa en agent som klarade av att spela TORCS. Det går dock att ställa sig frågan hur bra denna 

agent presterar mot en mänsklig spelare eller exempelvis mot Lauôs (2016) experiment, där 

författaren tog hänsyn till bilens vinkel till mitten av banan och distansen till mittlinjen. 

  



 

- 2 - 

1.1 Problem 

Problemet i denna rapport är att identifiera vilka sensorer som kan användas för en 

belöningsfunktion och identifiera hur denna belöningsfunktion skall se ut, där agenten skall 

klara av att köra runt en bana utan att krocka. Där utvärderingen baseras på hur långt agenten 

kommer under en träningsepisod utan att krocka. Studien kommer att utgå ifrån existerande 

nätverk av Lau (2016) och Ganesh (2016). 

 

1.2 Syfte och Frågeställning 

Syftet är att utgå från ett fungerande djupt nätverk med tillhörande belöningsfunktioner, där 

vidareutveckling av belöningsfunktioner skall göras, med målet att skapa en självkörande agent, 

som kan manövrera i spelet TORCS utan att krocka och med ett så kort träningsintervall som 

möjligt. Till vår hjälp kommer vi använda de sensorer som finns tillgängliga i TORCS. Till 

detta syfte har vi följande frågeställning: 

 

Hur kan en belöningsfunktion utformas så att agenten klarar av att manövrera i spelet 

TORCS utan att krocka och med ett konsekvent resultat 

 

1.3 Utvärderingsmått 

Utvärderingsmåtten för forskningsfrågan är den lägsta varvtiden under en episod och den totala 

distansen agenten kör under en episod. En episod klassificeras av att agenten försöker att 

manövrera i TORCS, där agenten påbörjar en ny episod om den krockar, eller åker av banan 

åker åt fel håll eller om den har uppnått max antal handlingar för denna episod. 

 

1.4 Forskningsnytta 

Genom att kunna identifiera vilka sensorer som har störst betydelse i TORCS kan det vara 

möjligt att även använda dessa sensorer för en fysisk bil och där även eventuellt vår agent kan 

tillämpas. Detta är något som är ett hett forskningsområde i göteborgsområdet, där bland annat 

Volvo tillsammans med svenska staten bedriver forskning kring självkörande bilar i 

vardagstrafiken i och runt Göteborg med Driveme (TestSiteSweden U.Å). 

 

1.5 Disposition 

I nästa kapitel ges en beskrivning på hur det biologiska nervsystemet har inspirerat till 

skapandet av det neurala nätverket samt vilka beståndsdelar som finns i ett neuralt nätverk. 

Därefter följer en beskrivning av en Markovsk beslutsprocess och hur neurala nätverk kan 

användas tillsammans med reinforcement-learninng. I Teorikapitlet beskrivs även vilka 

sensorer och reglage som finns i TORCS.  I metodkapitlet beskrivs metodvalet och hur 

genomförande av arbetet har gått till samt hur experimenten utförs, vilka utvärderingsmått som 

används och konfigurationerna i TORCS. I Experimentkapitlet beskrivs implementeringen av 

det neurala nätverket samt de belöningsfunktioner som använts vid experimenten. Därefter 

följer en redovisning av resultatet, diskussion och slutsats. Vi avslutar rapporten med förslag 

till framtida forskning.  
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2 Teori 
Ett neuralt nätverk bearbetar information i distribuerade hierarkiska lager av neuroner och är 

inspirerade av hur det biologiska nervsystemet fungerar hos människor och djur. Det sättet 

hjärnan bearbetar information beror på hur det är strukturerat, där flera ihopkopplade neuroner 

mottar och bearbetar informationen baserat på varje neurons specifika ansvar (Stergiou & 

Siganos 1996). Neurala nätverk likt människor lär sig genom exempel, där ett neuralt nätverk 

oftast är konfigurerat för en specifik uppgift som t.ex. att identifiera ett mönster eller göra en 

klassificering (Stergiou & Siganos 1996). De två tidigaste försöken att efterlikna det biologiska 

systemet är The McCulloch & Pitts Neuron och The Perceptron. 

McCulloch och Pitts (1943) gjorde det första försöket att efterlikna den biologiska neuronen 

med McCulloch-Pitts Neuronen (Figur 2-1). Denna modell gjorde flera antaganden om hur en 

neuron fungerar. Deras nätverk baserades på simpla neuroner som kan klassificeras som binära 

enheter där en Threshold funktion(se kap 2.2) används. Resultaten från modellen är en logisk 

funktion i form av de logiska grindarna: AND-, OR, eller NOT. Denna kan inte beräkna mer 

komplexa logiska grindar, såsom t.ex. en XOR grind (Stergiou & Siganos 1996). 

 

 
Figur 2-1; Mccull & Pitts Neuron  

Perceptron (Figur 2-2) är den enklaste formen av ett neuralt nätverk och kan användas för 

klassificering av mönster om dessa är linjärt separerbara. Perceptronen består av en enda neuron 

med justerbara vikter och bias. Algoritmen för att justera vikterna i perceptronen beskrevs av 

Rosenblatt (1958) där han bevisade att om mönstret som används för att träna perceptronen kan 

separeras av en linjär linje, konvergerar algoritmen och den linjära separeraren positionerar sig 

på ett hyperplan mellan de två klasserna (Haykin 2009). 

Minsky och Papert (1969) ställer sig kritiska till perceptronen då den har begränsningar i att 

beräkna godtyckliga funktioner. Detta problem löstes genom att man la till ett lager till med 

neuroner och därmed skapade Muli-layer perceptron (MLP), ett sådant består av minst ett dolt 

lager. 
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Figur 2-2; Perceptron 

 

Det neurologiska nätverket bygger på MLP (Figur 2-3) arkitekturen om tre olika typer av lager: 

input, dolt och outputlager (Stergiou & Siganos 1996; Wang 2015; Durak 2017). Inputlagret är 

det första lagret i ett neuralt nätverk och utgör kopplingen mellan inputdata och nätverket.  Det 

gömda-lagret består av ett antal neuroner som tillåter information att bearbetas och överföras 

från inputlagret till outputlagret, antalet dolda lager avgör djupet på nätverket. Outputlagret är 

det sista lagret i nätverket representerar resultatet av den bearbetade informationen (Durak 

2017). 

 
Figur 2-3; Multilayer perceptron  



 

- 5 - 

2.1 Neuronens design 

Neuronens arbete sker i fyra steg: motta information, viktad summering, aktivering och output 

(Durak 2017). 

 
Figur 2-4; Neuron Model, Durak 2017 

Motta information: Den mottagande neuronen även kallad cell body (se figur 2-4) mottar sin 

input, som betecknas med X0..Xn  (Durak 2017) 

Viktning: Varje input har en vikt, som benämns med W0..Wn (Durak 2017). Vikten består en 

ett numeriskt värde som avgör hur stor påverkan dess input har på neuronens viktade summa. 

Samtliga viktade inputs summeras, där den viktade summan betecknas med Z. (Nielsen 2015) 

Aktivering: Varje neuron har en aktiverings funktion f. Denna funktion tar den viktade 

summan Z som sin input samt applicerar en transformering som resulterar i neuronens output 

Y. Det är aktiveringsfunktionen som avgör neuronens output. 

Output: Här genereras Y vilket är en output baserat på det transformerade Z värdet. (Durak 

2017) 

 

2.2 Aktiveringsfunktioner 

Durak (2017) skriver att det finns flera olika aktiveringsfunktioner men att det är dessa fyra är 

som är av intresse: Threshold, Sigmoid, Hyperbolic Tangent och Rectified Linear units.  

 

Threshold-funktionen (formel 2.1) generar output 1 om dess input är positivt. Är den inte 

det blir värdet 0. Det går dock inte att använda backpropagation med Threshold-funktionen, 

men eftersom den inte är kontinuerlig i punkten 0 (d.v.s. den ej går att derivera vid punkten 

0). Threshold-funktionen går även under namnet Heavside step-function.  

Ὄὼ
π ὭὪ ὼ π
ρ ὭὪ ὼ π

 

Formel 2-1; Heaveside step function 
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Sigmoid-funktionen (formel 2.2) beskrivs av Durak (2017) som en av de 

aktiveringsfunktioner som används mest.  Sigmoid-funtionen, till skillnad mot Threshold-

funtionen, kan användas med backpropagation. Detta beror på att Sigmoid-funktionen är 

kontinuerlig i varje punkt (d.v.s. går att derivera), denna genererar en S-formad kurva där 

inputen konverteras till intervallet (0,1).  Sigmoid-funktionen har endast positiva värden och 

vid värdet 0.5 korsas y-axeln. Durak (2017) benämner dock ett par problem med Sigmoid-

funktionen och det är problemet med försvinnande gradienter(eng. the vanishing gradient 

problem) Detta uppstår när Sigmoid-funktionen blir mättad vilket orsakar att gradientens 

värde närmar sig noll, och därmed förhindras fortsatta viktuppdateringar 

„ὼ   

Formel 2-2; Sigmoid 

Hyperbolic Tangent-funktionen ( formel 2.3) är lik Sigmoid-funktionen men använder sig 

av tanh istället där inputen transformeras till intervallet (-1,1). Likt Sigmoid-funktionen har 

även problemet med försvinnande gradienter i ändpunkterna av funktionskurvan (Durak 

2017). 
Ὢὼ  ὸὥὲὬὼ  

Formel 2-3; Hyperbolic tangent 

 

Rectified Linear units (2.4) även kallad ReLUs, använder sig av en speciell rampfunktion för 

aktiveringen. Enligt (källa) finns tre fördelar med att använda rectified linear units över de 

traditionella aktiveringsfunktionerna såsom sigmoid- och hyperbolic tangent-funktionen och 

dessa är: 

¶ Funktionen sprider gradienten effektivt och minskar sannolikheten för försvinnande 

gradienter. 

¶ Funktionen transformerar negativa världen till noll vilket resulterar i en glesare output. 

¶ Funktionen utför endast simpla beräkningar vilket resulterar i högre effektivitet.  

 
 Ὢὼ  άὥὼ πȟὼ 

Formel 2-4; Rectified linear units 

Rectified linear units är betydligt simplare att beräkna än sigmoid eller tanh och därför anses 

denna mer lämplig i komplexa nät som kan innehålla miljoner neuroner (Durak 2017). 

2.3 Olika former av neurala nätverk 

Beroende på hur neuronerna är kopplande mellan lagren kan neurala nätverk delas upp i två 

kategorier, framåtkopplade(eng. feed-forward) och återkopplade(recurrent) nätverk. I ett 

framåtkopplade nätverk skickas information endas i en riktning, från input till output. Outputen 

från varje neuron i det dolda lagret skickas som input till nästa lager. Om varje neuron i ett lager 

är anslutet till varje neuron i det nästa lagret kallas nªtverket fºr òfully-connected feed-forward 

networkò. Eftersom information inte kan cirkulera inom nätverket är processen klar när 

informationen nått outputlagret (Durak 2017). 

I ett återkopplat nätverk kan information skickas till neuroner i tidigare lager. Detta betyder att 

varje neuron kan vara länkad till vart annat neuron i ett tidigare lager samt är likt 

framåtkopplade nätverk ansluten till varje neuron i det nästa lagret. Detta tillåter att information 

kan skickas till föregående lager (Durak 2017). 
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2.4 Träning av Neurala nätverk 

Träning av ett neuralt nätverk kan delas in i fyra olika delar, framåt propagering(eng. forward 

propagation), kalkylering av kostnad, bakåt propagering (eng. backpropagation) och 

optimering. Vid framåt propagering förs information in i nätverket via inputlagret. 

Informationen tas därefter emot av en eller flera neuroner i nästa lager som skapar en viktad 

summa av informationen. Därefter förs den viktade summan genom neuronens 

aktiveringsfunktion. Resultatet från aktiveringsfunktionen utgör neuronens output vilken 

skickas vidare till alla nästkommande neuroner där proceduren repeteras. Detta pågår tills 

informationen når neuroner i outputlagret. Outputen från neuronerna i outputlagret är nätverkets 

output. 

Kalkylering av kostnad utförs efter att nätverket har gjort framåt propagering och har producerat 

en output. Vid övervakad inlärning(eng. supervised learning) jämförs nätverkets output mot 

mål värdet. Detta görs för att avgöra hur väl nätverket lyckats approximera den 

sanna underliggande funktionen för informationen och felet mellan nätverkets faktiska output 

och det önskade värdet definieras som kostnad. Kostnaden utgörs av ett numeriskt värde där ett 

lågt värde representerar ett mindre fel och där ett högre värde representerar ett större fel. För att 

beräkna kostnaden används en kostnadsfunktion som är en matematisk formulering av felet 

mellan nätverkets faktiska- och önskade output. 

De bakåtpropagerade gradienterna (partiella derivatan av förlustfunktion med avseende på 

nätverkets vikter) används av optimeringsfunktionen för att träna nätverket. Om man tänker sig 

kostnadsfunktionen som en konvex funktion är målet med optimeringen att nå funktionens 

globala minimum. Gradient descent är en optimeringsalgoritm som löser detta genom att ta små 

steg mot funktionens minimum (Kapur 2016). 

 

Figur 2-5; Konvex kostnadsfunktion med den negativa gradienten i en viss punkt (Kapur 2016) 

Figur 2-5 illustrerar en förenkling av en kostnadsfunktion där den röda punkten är kostnaden 

av ett nätverks output. Genom att evaluera derivatan av kostnadsfunktionen i en viss punkt fås 

gradienten i den specifika punkten (som pekar i den riktning där kostnadsfunktionen växer 

som mest i den aktuella punkten). I detta fall är gradienten ett positivt tal. Eftersom målet med 
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optimeringen är att nå funktionens globala minimum, vilket i detta exempel är då värdet på x-

axeln är noll, vill man därför ta ett litet steg i gradientens negativa riktning. Genom att 

repetera processen kommer kostnaden till slut att nå funktionens globala minimum, vilket 

visualiseras i Figur 2-6 (Kapur 2016). 

 

Figur 2-6; Iterativ gradient descent mot globalt minimum (Kapur 2016) 

2.5 Markovsk Beslutsprocess 

Enligt Russel & Norvig (2010) är en Markovsk beslutsprocess (eng. Markov Decision Process 

- MDP) en sekventiell beslutsprocess som löser ett MDP-problem vilket utgörs av tupeln 

(S,A,T,R,ɔ) som består av en mängd tillstånd (States), handlingar (Actions) som kan utföras i 

varje tillstånd, en övergångsmodell (Transition model P(s'| s,a))) samt en belöningsfunktion 

(Reward funktion R(s,a,sô)), där varje MDP har ett initialtillstånd S0. ɔ ªr en diskonteringsfaktor 

som används för att lösa icke-episodiska MDP-problem, samt för att indikera hur 

viktiga långsiktiga belöningar är jämfört med kortsiktiga belöningar, även för 

episodiska MDP-problem.(Russel & Norvig 2010 s647) 

 

Då lösningen på ett MDP-problem inte kan utgöras av en fördefinierad sekvens av handlingar, 

eftersom både sensorer, aktuatorer (handlingar) och omgivningen kan vara stokastisk t.ex. att 

agenten istället rör sig åt vänster då agenten faktiskt väljer att röra sig framåt. Därför behöver 

agenten ta till hänsyn vad varje handling kan få för konsekvens i form av tillstånd som 

agenten faktiskt hamnar i. För detta krävs en policy Ʉ(a|s), som returnerar den handling a som 

är optimal för det nuvarande tillståndet s och är baserat på den förväntade diskonterade 

kumulativa nyttan agenten kommer att få om handlingen a utförs i tillståndet s, och agenten 

därefter följer en optimal policy. (Russel & Norvig 2010 s647) Denna förväntade nytta kan 

beräknas med hjälp av Reinforcement learning. 
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2.6 Reinforcement Learning 

Reinforcement learning är en modellfri metod för att lösa MDP-problem, vilket betyder att 

agenten inte behöver känna till hur dess omgivning beter sig med avseende på fördefinierad 

övergångsfunktion och belöningsfunktion, där dess mål är att hitta en optimal policy som 

maximera den förväntade nyttan genom att lära sig baserat på sina handlingar. (Russel, S. & 

Norvig, P. 2010 s830) 

Vid användning av reinforcement learning lär sig agenten från en sekvens av belöningar och 

bestraffningar den får baserat på sina handlingar. Sedan är det upp till agenten att identifiera 

vad den gjorde som ledde till denna belöning. (Russel & Norvig 2010, SS695) 

2.7 Q-inlärning 

Q-inlärning är en off-policy reinforcement learning metod, eftersom den uppdaterar en annan 

policy än den följer. Agenten kommer att utforska sin omgivning med hjälp av en 

utforskningsalgoritm och själv lära sig vilka handlingar som bör utföras i specifika tillstånd. 

Vid varje handling som agenten utför erhålls en belöning. Om utfallet av handlingen är önskvärt 

får agenten en större belöning, annars får agenten en mindre belöning. Efter att agenten utfört 

en specifik handling i ett specifikt tillstånd och erhållit en belöning uppdaterar man värdet för 

den utförda handlingen i det specifika tillståndet (Russel & Norvig 2010, s843-845). 

Algoritmen för q-learning i pseudokod återfinns i Figur 2-7. 

 

 
Figur 2-7; Q-Learning i psuedokod, Sutton & Barto 2018  

Q(s,a) ªr vªrdet fºr att utfºra handling a i tillst¬nd s. ɔ maxa' Q(s',a') är det diskonterade värdet 

av den handling som har högst värde i tillståndet agenten befinner sig i efter  utförandet av 

Q(s,a). r är den omedelbara belöningen som fås då handling a utförs i tillstånd s och agenten 

hamnar i tillst¬nd s'. Ŭ ªr inlªrningshastigheten och bestªmmer hur stor del av det diskonterade 

framtida Q-värdet som skall ingå i uppdateringen av det nuvarande Q-värdet.  

Genom att uppdatera och spara Q(s,a) värdet efter varje handling skapar det en policy för 

agenten om vilken handling som bör utföras vid ett specifikt tillstånd (Russel & Norvig 2010. 

s843-845). 
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2.8 Djupa Q-Nätverk 

Deep reinforcement learning har fått stor framgång då dessa algoritmer kan hantera MDP 

problem med stora (både diskreta och kontinuerliga) tillstånds- och handlingsrymder. Dessa 

algoritmer tar sig an problemet med hjälp av neurala nätverk. Djupa q-nätverk (DQN) tillhör 

kategorin deep reinforcement learning. Denna algoritm har presterat mycket framgångsrikt i en 

mängd olika Atari 2600 spel (Arulkumaran Et al. 2017).  Genom att ta in fyra konsekutiva 

gråskaliga bilder av speltillståndet vid varje input har nätverket med hjälp av faltningslagren 

(eng. convolutional layers) lyckats extrahera intressanta spelegenskaper, exempelvis bollens 

rörelse i spelet "Pong".  Efter faltingslagren används ett "fully-connected feed forward network" 

för att generera ett Q(s,a)-värde för varje handling a i aktuellt tillstånd s. Efter att vald handling 

har utförts återfås en belöning från en belöningsfunktion. Värdet på belöningen varierar 

beroende på hur önskvärt nästkommande tillstånd är. DQN använder sedan temporala differens 

problemet (Temporal Difference Error), r+ɔmaxaǋQ(sǋ,aǋ)īQ(s,a),  för att lära av sin handling. 

Detta görs med hjälp av bakåtpropagering (Arulkumaran Et al. 2017). Algoritmen i pseudokod 

för DQN återfinns i figur 2-8.  

 

Figur 2-8 DQN i pseudokod, Li 2017 

Ovan given algoritm för DQN använder sig av en erfarenhets återspelning (experience replay) 

buffert (en cirkulär buffert) som i pseudokoden i figur 2-8 benämns som minnes 

återspelning(replay memory). En erfarenhets återspelning buffert sparar ett antal erfarenheter 

(tillstånd, handling, nästkommande tillstånd och belöning) i en buffert av fixerad storlek. Från 

bufferten kan då en mini-batch av erfarenheter samplas och återanvändas för uppdatering av 

nätverket. Detta reducerar drastiskt antalet interaktioner som krävs för att träna nätverket. 

(Arulkumaran Et al. 2017) 
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2.9 Aktör Kritiker nätverk 

Även om DQN lyckats prestera bra på många olika problem kan man se en tendens på att 

nätverket överestimerar erhållen belöning på dess handlingar. Det har bevisats att dessa 

överestimeringar har lett till att agenter presterat sämre på flertal olika spel då den fått en dålig 

policy. Genom att använda dubbla djupa q-nätverk (DDQN) gör nätverket en mer korrekt 

estimering av belöning och man har sett att detta resulterat i ännu bättre resultat samt att agenten 

får en policy. DDQN använder sig av två DQN där ena nätverkets output är den bäst kända 

handlingen i nuvarande tillstånd. Detta nätverk benämns ofta som aktör(eng. actor) då det är 

detta nätverk som agerar på givet tillstånd. Det andra nätverket benämns ofta som kritiker (eng. 

critic) och dess output är det Q-värde som erhålls för den utförda handlingen. Q-värdet används 

för att uppdatera aktör nätverket. För att uppdatera kritiker nätverket används belöningen som 

fås från belöningsfunktionen. (Hasselt, Guez & Silver 2015) 

2.10 TORCS sensorer och reglage 

TORCS innefattar 19 sensorer, se Tabel 2.10-1, där de intressanta sensorerna är: trackpos, 

distRaced, angle, speedX och track. (Lau. 2016 ; Loiacono Et al. 2013) 

Namn Interval(enhet) Förklaring  

angle [-ˊ,+ˊ] (rad)  Vinkel mellan bilens riktning 

och riktningen av banan 

curLapTime [0,+Ð) (s)  Tid som har gått under 

nuvarande varv 

damage [0,+Ð) (point)  Nuvarande skada på bilen 

distFromStart  [0,+Ð) (m) Distans på bilen till 

startlinjen 

distRaced [0,+Ð) (m) 

 

Totala distansen bilen har 

färdas 

focus  [0,200] (m)   En vektor med 5 "finder 

sensors" varje sensor returner 

distans till banans kant och 

distansen till bilar inom 200 

meter 

fuel [0,+Ð) (l)  Nuvarande bränslenivå 

gear { -1,0,1,· · · 6} Nuvarande växel, där -1 är 

back, 0 är neutral resten är 1- 

6 

lastLapTime [0,+Ð) (s)  Senaste varvtiden 

opponents  [0,200] (m) Vektor med 36 motståndare 

sensorer, varje sensor täcker 

10 grader runt bilen till 360 

grader där de mäter upp till 

200 meter bort efter 

motståndare. 

racePos {1,2,· · ·,N}  Positionen i racet 

rpm [0,+Ð) (rpm) Varvtalet på motorn 

speedX (īÐ,+Ð) (km/h) Hastigheten på bilen längst 

den vertikala axeln 

(framåt/bakåt) 
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speedY  (īÐ,+Ð) (km/h) 

 

Hastigheten på bilen längst 

den horisontella axeln 

(sidled) 

speedZ  (īÐ,+Ð) (km/h) Hastigheten på bilen längst Z 

axeln 

track  [0,200] (m) Vektor om 19 "finder 

sensors" varje sensor kollar 

10 grader framåt på bilen där 

de returnerar distansen till 

banans kant. 

trackPos (īÐ,+Ð) Distansen emellan bilen och 

banans axel, Där värdet 0 är 

mitten och ï1 respektive 1 är 

utanför banan. 

wheelSpinVel [0,+Ð] (rad/s) Vektor om 4 sensorer som 

representerar varje hjuls 

rotationshastighet 

z [īÐ,+Ð] (m)  Distansen emellan bilens 

centrum massa från ytan av 

banan längst Z axeln. 
Tabell 3.1.1-1; TORCS sensorer, Loiacano(2013) 

TORCS innehåller även sex reglage som beskrivs i Tabell 2.10-2, där de intressanta är: accel, 

brake och steering (Lau 2016). 

Namn Intervall  Beskrivning 

accel [0,1] En virtuell gas pedal (0 

betyder ingen gas och 1 

betyder full gas) 

brake [0,1] En virtuell broms pedal(0 

betyder ingen broms, 1 max 

broms) 

clutch [0,1] En virtuell koppling pedal(0 

betyder ingen koppling, 1 

max koppling) 

 

gear -1,0,1,· · ·,6 Värdena på växeln 

steering [-1,1]  Styr värdet: -1 och +1 

betyder full höger eller full 

vänster. Vilket motsvarar en 

vinkel på 0.366519 rad 

focus [-90,90]  Fokusen för föraren riktning 

meta 0,1  Meta data för servern, där 0 

betyder gör ingenting och 1 

betyder starta om racet. 
Tabell 3.1.1-2; TORCS reglage, Loiacano(2013) 
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3 Metod 
Studien bygger på en kvantitativ experimentell studie då vi behöver designa, implementera, 

utföra experiment och utvärdera resultatet för respektive belöningsfunktion. Recker (2013) 

skriver att en kvantitativ experimentell studie är lämpligt för att undersöka orsak och effekt. Vi 

har utgått ifrån tidigare arbete inom reinforcement learning av Lau (2016) och Ganessh (2016) 

som finns tillgängligt på Github. Kodbasen tog vi från Lau och på denna behövdes 

modifikationer göras för att få den att fungera med de förändringar som har skett i Keras (ett 

bibliotek i Python), utöver detta gjorde vi förändringar på vilka handlingar nätverket kunde 

utföra till två handlingar den ena är svänga och den andra handlingen är gasa eller bromsa, i 

originalkoden kunde agenten utföra både gas och broms samtidigt, detta beslut fattades då 

författarna ansåg att kunna gasa och bromsa samtidigt är inte en optimal handling vid 

framförande av fordon. Initial testade vi Lauôs belöningsfunktion och bröt ut denna i två delar, 

utifrån detta experimenterade vi med olika sensorer i kombination med någon av Lauôs delar. 

Utifrån de experimentens resultat testade vi även de nya bitarna utan Lauôs del i belöningen. 

Utvärdering av belöningsfunktionerna gjordes genom mätning av den totala distansen och bästa 

varvtid under en träningsepisod. Där det sedan togs ut ett medelvärde för 100 episoder detta 

genererade medeldistans och genomsnitt varvtid, där medeldistansen delades upp i två en för 

medeldistansen vid lyckat varv och en medeldistans för hela intervallet. Baserat på dessa värden 

gjordes en utvärdering av varje belöningsfunktion som implementerades. Experimentet 

utfördes på en och samma dator.  

3.1 TORCS konfiguration 

Kartorna som användes för experimenten var E-5 för träning och Aalborg för att testa 

generaliseringen i de funktioner vi ansåg vara bäst. E-5 valdes då detta är en relativt lätt bana 

med både höger och vänster svängar, vilket är en bra bana att börja träna på för att se om 

belöningsfunktionen ens fungerar. Efter detta användes Aalborg som är helt annorlunda och 

jämfört med E-5 en mycket svårare bana. 

3.1.1 E-5 

E-5 egentliga namn i TORCS är E-track 5, vi har dock valt att använda namnet E-5 i denna 

studie. E-5 är en bana som ni kan se figur 3-1 är en relativt cirkulär och enkel bana. Denna har 

dock både höger och vänster svängar vilket var de vi var utefter för att kunna kontrollera om 

respektive belöningsfunktion fungerade. Det som utöver designen gör denna banan enkel är 

bredden om 20 meter. Banan totala längd är 1621 meter och start är markerad med den röda 

markeringen på kartan. 

 
Figur 3-1 E-Track 5 
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3.1.2 Aalborg 

Aalborg är en relativt lång bana om 2587 meter och den också relativt small 10 meter i bredd. 

Denna bana har många svåra svängar(se figur 3-2) där den första svängen(till höger i bilden) är 

ca 90 grader som följs av ytterligare en 90 graders sväng. Detta gör Aalborg till en svår bana 

då den är small och den har flera svåra svängar vilket reducerar felmarginalerna agenten har. 

Då felmarginalerna är lägre för att klara banan gör denna banan till en bättre avgörare till 

huruvida agenten klarar av att manövrera i TORCS då den är så pass mycket svårare. 

 
Figur 3-2; Aalborg 

3.2 Testmiljö specifikationer 

De experiment vi har utförts har gjorts i en och samma miljö för att få ett så konsekvent och 

jämförbart resultat där inte varken hårdvara eller mjukvara på maskinen kunde göra någon 

skillnad i resultatet. Specifikationerna på maskinen är enligt nedan. 

Datorkonfiguration  

¶ Grafikkort: Nvidia GTX 1080 

¶ CPU: Intel 6700k 4GHZ 

¶ OS: Windows 10 

¶ Hårddisk: SSD 

¶ RAM: 16 gig ram 

¶ Datortyp: Stationär 

Här kan ni se att vi har använt en dator som är byggd för att spelas på och kanske inte just att 

utföra maskininlärning på. 

3.3 Bearbetning av data 

Den insamlade data bestod enbart av kvantitativ rådata: maxhastighet, genomsnittshastighet, 

bästa varvtid och distans. Denna data samlades in i slutet av varje episod och sparades till en 

Excel fil. Där varje experiment har en egen Excel fil. För att analysera data användes en 

Kvantitativ analys detta är lämpligt enligt Höst, Regnell & Runeson(2006) när man skall 

identifiera lägesmått och spridningsmått samt för att beskriva data med diagram. 

Vi använde lägesmått när vi tog fram genomsnitt distans och varvtid samt att vi använde 

spridningsmått för att få fram standardavvikelsen på distans och varvtid. När vi tog fram både 

genomsnitt och avvikelse delade vi data i intervall om 100 episoder.  Genomsnittet över hela 

intervallet beräknade vi med Excel inbyggda funktion(genomsnitt) för varv och 
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genomsnittsdistans och när vi kontrollerade genomsnitt distansen om den klarade ett varv 

använde vi Excel genomsnitt med kriterium högre än 1800 och högre än 2500 (genomsnitt.om) 

för att få fram respektive värden. På samtliga värden av distans och varvtid togs sedan en 

standardavvikelse ut med Excel stdev.s funktion som använder sig av Formel 3.1 Detta delades 

sedan med genomsnittet och då fick vi ut en procentsats av hur stor avvikelsen var från 

genomsnittet. Procentsatsen är lättare att använda i jämförelse än ett real-tal är då procenten 

skapar en form av relation. 

 

Formel 3-1; Excel Stdev.s 

Den bearbetade data skrevs sedan till tabeller och lades även in i grafer för att kunna lättare 

visualisera resultatet. 
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4 Experiment 

Experimentet på agenten utfördes i en och samma testmiljö(se kap 3.2).  Agenten tränades på 

bana E-5. Detta är en kort bana med både höger och svänger svängar. Agenten utförde 500 

episoder. en episod avslutades antingen om bilen körde av vägen eller om 10 000 utförda 

handlingar uppnåddes under episoden. 

De värden som sparas är: episod nummer, max hastighet, genomsnittshastighet, distansen den 

har åkt och bästa varvtid. Varje experiment sparades till separata Excel filer. 

De tre belöningsfunktionerna som fick bäst resultat anseende genomsnittsdistans och antal 

avklarade varv. Utfördes nya experiment om 1000 episoder på Aalborg. Detta för att kunna se 

om belöningsfunktionerna är generella. 

 

4.1 Nätverk 

Vi har använt oss av dubbla djupa q-nätverk där nätverken benämns som Aktör- samt Kritiker. 

Aktör-nätverket tar i inputlagret in 29 sensorer som representerar ett tillstånd i TORCS. Därefter 

följer två gömda lager, H1 med 150 neuroner och H2 med 300 neuroner. De båda lagren 

använder sig av relu som aktiveringsfunktion. Outputlagret består av två neuroner där outputen 

från dessa neuroner representerar värdet av en handling. Ena neuronen använder sig av sigmoid 

som aktiveringsfunktion och därför är dess output i intervallet 0 och 1 och representerar hur 

mycket samt åt vilket håll agenten skall svänga. 0 - 0.5 är rattutslag till vänster och 0.5 - 1 är 

rattutslag till höger. Den andra neuronen i outputlagret använder tanh som aktiveringsfunktion 

och dess output är därför inom intervallet -1 och 1. Detta värde representerar hur mycket 

agenten skall gasa eller bromsa. Minus 1 representerar full broms och 1 representerar full gas 

framåt.  

Kritiker-nätverket har två separata inputlager benämnda "S" och "A". Lagret S tar in samma 29 

sensorer som aktör-nätverket har som input. Inputlager "A" tar in två värden som representerar 

en handling. Inputlager S följs av ett gömt lager med 150 neuroner och aktiveringsfunktionen 

relu. Efter detta gömda lager kommer ytterligare ett gömt lager som även efterföljer inputlagret 

"A" vilket knyter ihop förgreningen mellan inputlager "S" och "A" till samma nätverk. Detta 

lager består av 600 neuroner och aktiveringsfunktionen linear. Det sista gömda lagret består av 

300 neuroner och aktiveringsfunktionen relu. Outputlagrets output är två värden som 

representerar q-värden för den input som nätverket fick.  

4.2 Utforskning 

I pseudokoden(figure 2-8) för DQN algoritmen utforskar agenten nya handlingar genom att 

ibland utföra helt slumpmässiga handlingar. Vår implementering använder sig istället av 

Ornstein-Uhlenbeck process som är en stokastisk process för att skala om värdena på 

handlingarna (se appendix A).  

Detta görs på alla handlingsvärden som actor-nätverket predicerar.   

4.3 Handlingar 

I originalkoden från Lau (2016) fanns det tre former av handlingar: gas, broms, och svänga som 

nätverket kunde utföra. Detta beräknas genom tre olika outputlager i aktörlagret som hanterade 

respektive gas, broms och sväng. Förändringar har gjorts så att det bara finns två handlingar: 

Den ena beräknar sväng och den andra beräknar gas och broms på samma Tanh kurva.  Detta 

gjordes så agenten inte kan utföra handlingar där denna gasar samt bromsar samtidigt. 



 

- 17 - 

4.4 Belöningsfunktion 

 

Namnen på respektive belöningsfunktion är baserat på NATO anropssignaler och har valts 

istället för de grekiska alfabetet som ofta används inom matematik. Namnen tilldelades efter 

den ordningen de skapades. 

De implementerade belöningsfunktionerna benämns som: Alpha, Bravo, Charlie, Delta, Echo, 

Foxtrot, Golf, Hotel, India, Juliette, Kilo  och Mike. Där Mike inte har blivit testade då denna 

korrigering av Juliette utfördes efter alla tester var utförda. 

 

För att designa belöningsfunktionerna har vi använt oss av fem olika sensorer som vi ansåg vara 

intressanta och några användes även i både Lau (2016) och Ganessh (2016) belöningsfunktioner 

och dess är: angle, speedX, speedY, track och trackPos. 

Belöningsfunktionerna representeras ej som matematiska formler utan som den faktiska 

implementerade koden med en efterföljande beskrivande text. Gemensamt för alla 

belöningsfunktioner är att de multipliceras med speedX som är hastigheten framåt i spelet. Detta 

för att få agenten att köra framåt. De övriga sensorer används på olika sätt för att skala av 

belöningen från hastigheten för att få agenten att lära sig att släppa på gasen under svängar eller 

hålla sig kvar på banan. För de kommande belöningsfunktionerna finns en 

begreppsförteckning(tabell 4.4-1). 

Namn Förklaring  

NP Förkortning för numpy. 

Angle Vinkeln emellan bilens riktning och banans mittpunkt. 

Trackpos Distansen emellan bilen och banansmittpunkt, där 0 är mitten och ï1 eller 1 är 

utanför banan. 

SP Den vertikala axeln i spelet och är därmed hastigheten framåt. 

SPY Den horisontella axeln i spelet och är därmed hastigheten sidledes. 

['track'])[9

] 

Sensorn som sitter i mitten av fronten och läser avståndet rakt framåt till 

närmast hinder. 

ôobsô Innehåller alla de sensorer som TORCS skickar och det är ur obs man hämtar 

värdena ur 
Tabell 3.1.2-1; Begreppsförteckning belöningsfunktioner 

4.4.1 Alpha 

Reward = (sp * np.cos(1.0 * obs[óangleô]) ï np.abs(1.0 * sp * np.sin(obs[óangleô]))  

/( 2* sp * np(obs[ótrackPosô] * np sin(obs[óangleô]) ï (spy * np.cos(obs[óangleô])) 

Detta är den belöningsfunktion som Ganeesh (2016) har på sin github och beräknas genom att 

ta ut belöningen genom att utföra följande beräkningar:  
S1 = Hastigheten Framåt * cos(Vinkel). 

S2 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S3 = 2 * Hastigheten Framåt. 

S4 = TrackPos * Sin(vinkel). 

S5 = Hastigheten sidled * cos(vinkel) 

R = (S1 ï S2) /( S3*S4) ï S5 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 
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4.4.2 Bravo 

Reward = ((sp*np.cos(obs['angle'])) - np.abs(sp*np.sin(obs['angle']))) 

 ï ((sp * np.abs(obs['trackPos']))) 

 

Detta är den belöningsfunktion Lau (2016) har på sin github. Denna beräknas genom att ta ut 

belöningen genom att utföra följande beräkningar: 
S1 = Hastigheten Framåt * cos(Vinkel). 

S2 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S3 = Hastigheten framåt * absolutavärdet(Trackpos) 

R = (S1 ï S2) ï S3 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.3 Charlie 

Reward = ((sp*np.cos(obs['angle'])) - np.abs(sp*np.sin(obs['angle'])))* 1.5  

- ((sp * np.abs(obs['trackPos']))) 

 

Baserat på bravo där skillnaden är att vikten av resultatet från vinklarna höjdes med 50% Denna 

beräknas genom att ta ut belöningen genom att utföra följande beräkningar: 
S1 = Hastigheten Framåt * cos(Vinkel). 

S2 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S3 = (S1 ï S2) * 1.5 

S4= Hastigheten framåt * absolutavärdet(Trackpos) 

R = S3 ï S4 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.4 Delta 

Reward = ((sp*np.cos(obs['angle'])) - np.abs(sp*np.sin(obs['angle']))) 

 

Utbrytning av bravo för att testa vinklarna som de enda belöningsfaktorerna. Denna beräknas 

genom att ta ut belöningen genom att utföra följande beräkningar: 
S1 = Hastigheten Framåt * cos(Vinkel). 

S2 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

R = S1 ï S2 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.5 Echo 

Reward = sp ï(sp * np.abs(obs[ôtrackpos]))) 

 

Utbrytning av bravo där nuvarande hastighet subtraherades gentemot hastigheten multiplacerat 

med mittenpositionen. Denna beräknas genom att ta ut belöningen genom att utföra följande 

beräkningar: 
S1 = Hastigheten Framåt 

S2 = Hastigheten framåt * absolutavärdet(Trackpos) 

R = S1-S2 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 
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4.4.6 Foxtrot 

Reward = ((sp*np.cos(obs['angle'])) - np.abs(sp*np.sin(obs['angle'])))  

- ((sp * np.abs(obs['trackPos']))*1,5) 
 

Liknande belöningsfunktion som charlie, fast här tog vi 50% mer värde i att hålla sig i mitten, 

istället för mot vinklarna. Denna beräknas genom att ta ut belöningen genom att utföra följande 

beräkningar: 
S1 = Hastigheten Framåt * cos(Vinkel). 

S2 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S3 = (S1 ï S2) 

S4= Hastigheten framåt * absolutavärdet(Trackpos) 

S5= S4* 1.5 

R = S3 ï S5 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.7 Golf 

Reward = ((sp*np.cos(obs['angle'])) - np.abs(sp*np.sin(obs['angle']))) * 2  

- ((sp * np.abs(obs['trackPos']))) 

 

Utgår från charlie och bravo, fast här valde vi att testa om vinklarna var värda 100% mer för att 

se om detta gjorde någon skillnad då charlie baserades på en 50% ökning som genererade ett 

positivt resultat. Denna beräknas genom att ta ut belöningen genom att utföra följande 

beräkningar: 
S1 = Hastigheten Framåt * cos(Vinkel). 

S2 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S3 = (S1 ï S2) * 2 

S4= Hastigheten framåt * absolutavärdet(Trackpos) 

R = S3 ï S4 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.8 Hotel 

if np.array(obs['track'])[9] > 100: 

Reward = (1 * sp) 

else: 

Reward = (np.array(obs['track'])[9] / 100 * sp) 

 

Denna belöningsfunktion utgår från den mittersta front sensorn som mäter avståndet till banans 

kant. Här ger vi full bonus baserat på hastigheten om ingen kant finns inom 100 meter, det vill 

säga det är ett bra läge. Sedan allt eftersom bilen hamnar närmare än 100 meter börjar vi 

reducera belöningen. 

Denna beräknas genom att ta ut belöningen genom att utföra följande beräkningar: 

Längre än 100 meter till frontal hinder: 
R = Hastigheten framåt 

Under 100 meter till frontal hinder: 
 S1 = MittenSensorn meter till hinder / 100 

S2= Hastigheten framåt 
R = S1 * S2 

 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 
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4.4.9 India 

Reward = (1 - np.abs(obs['trackPos'])) * sp 

 

Bygger på Echo fast istället för att subtrahera hastigheten så ser vi till att mittersta värdet nu är 

1 och så minskar det allt eftersom man närmar sig kanten, multiplicerat med hastigheten. Detta 

experiment utfördes för att se om det blev någon skillnad gentemot Echo. Denna beräknas 

genom att ta ut belöningen genom att utföra följande beräkningar: 
S1= 1 ï absolutaVärdet(trackPos) 

S2 = Hastigheten framåt 

R = S1 * S2 

 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.10 Juliette 

speedReward = -1 

if sp > 2 : 

speedReward = (1 - np.abs(np.array(obs['trackPos'])) * sp) 

if np.array(obs['track'])[9] > 100: 

     Reward = (1 * sp) + speedReward 

else: 

     Reward = (np.array(obs['track'])[9] / 100 * sp) + speedReward 

 

Denna belöningsfunktion kom till som en kombination av Hotel och India. Däremot under 

implementationens gång slank ett fel in, nämligen att en slutparantes från India saknades. Detta 

resulterade i att belöningsfunktionen inte genererar belöning som tanken var (se Mike för den 

korrigerade versionen). Utan den fick ett negativt tal som blev större med hastigheten och ju 

mer off från mitten den var. Under de tidigare testerna noterades att bilen gärna ville stå still, 

därför experimenterades det med att ge agenten minus ett i hastighetsbelöning om den inte 

körde snabbare än 2km/h. 

 

Denna beräknas genom att ta ut belöningen genom att utföra följande beräkningar: 
SpeedReward = -1 

Om hastigheten framåt är högre än två: 
SpeedReward =1 ï  (absolutaVärdet(trackPos)  * Hastigheten framåt) 

 

Om inget hinder finns inom 100 meter från frontal sensorn: 
S2= hastighet framåt 

R= S2 + SpeedReward 

Om hinder finns inom 100 meter från frontal sensorn: 
S2= MittenSensorn meter till hinder / 100 

S3= S2 * hastigheten framåt 

R = S3 + SpeedReward 

 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

S1=1 ï  (absolutaVärdet(trackPos)  * Hastigheten framåt) Det är följande steg som beräknas fel istället 

för att det skulle bli ett tal emellan ett till noll multiplicerat med hastigheten. Multipliceras 

istället hastigheten med det absolutavärdet som går från noll till ett och detta orsakar då att 

speedreward blir ett negativt tal som blir högre ju längre från mitten av banan bilen är. 

  



 

- 21 - 

4.4.11 Kilo 

if np.array(obs['track'])[9] > 100: 

Reward = (1 * sp) * (1 - np.abs(np.array(obs['trackPos']))) 

else: 

Reward = (np.array(obs['track'])[9] / 100 * sp) * (1 - np.abs(np.array(obs['trackPos']))) 

 

Kombinerar Hotel multiplicerat med värdet av mitten. T.ex. om bilen är i mitten av banan får 

den ett i reward multiplicerat med avståndet till hindret från Hotel. 

 

Om inget hinder finns inom 100 meter från frontal sensorn: 
S1= hastighet framåt 

S2= 1- absolutaVärdet(trackPos) 

R= S2 * S1 

Om hinder finns inom 100 meter från frontal sensorn: 
S1= MittenSensorn meter till hinder / 100 

S2= hastighetenframåt 

S3= S1 * S2 

S4= 1- absolutaVärdet(trackPos) 

R= S3*S4 

 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

4.4.12 Lima 

if np.array(obs['track'])[9] > 100: 

Reward = (1 * sp)  +  ((sp*np.cos(obs['angle'])) - np.abs(sp*np.sin(obs['angle'])))* 1.5 - ((sp * 

np.abs(obs['trackPos']))) 

else: 

Reward = (np.array(obs['track'])[9] / 100 * sp) + ((sp*np.cos(obs['angle'])) - 

np.abs(sp*np.sin(obs['angle'])))* 1.5 - ((sp * np.abs(obs['trackPos']))) 

 

Bygger på Juliette där speedReward har ersatts med Charlies belöningsfunktion. Denna 

beräknas genom att ta ut belöningen genom att utföra följande beräkningar: 

Om inget hinder finns inom 100 meter från frontal sensorn: 
S1= hastighet framåt 

 

S2 = Hastigheten Framåt * cos(Vinkel). 

S3 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S4 = (S1 ï S2) * 1.5 

S5= Hastigheten framåt * absolutavärdet(Trackpos) 

S6 = S4 ï S5 

 

R= S1 + S6 

 

Om hinder finns inom 100 meter från frontal sensorn: 
S1= MittenSensorn meter till hinder / 100 

S2= S1 * hastigheten framåt 

 

S3 = Hastigheten Framåt * cos(Vinkel). 

S4 = absolutvärdet(HastighetFramåt  * sin(vinkel)). 

S5 = (S1 ï S2) * 1.5 

S6= Hastigheten framåt * absolutavärdet(Trackpos) 

S7 = S5ï S6 

 

R = S2 + S7 

 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 
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4.4.13 Mike 

speedReward = -1 

if sp > 2 : 

speedReward = (1 - np.abs(np.array(obs['trackPos']))) * sp) 

if np.array(obs['track'])[9] > 100: 

Reward = (1 * sp) + speedReward 

else: 

Reward = (np.array(obs['track'])[9] / 100 * sp) + speedReward 

 

Felkorrigeringen från Juliette i denna belöningsfunktionen. Nu generas en positiv belöning om 

agenten den kör snabbare än 2. Dock varierade belöningen i relation till var på banan bilen var. 

Denna beräknas genom att ta ut belöningen genom att utföra följande beräkningar: 
SpeedReward= -1 

Om hastigheten framåt är högre än två: 
SpeedReward =( 1 ï absolutaVärdet(trackPos) ) * Hastigheten framåt 

 

Om inget hinder finns inom 100 meter från frontal sensorn: 
S2= hastighet framåt 

R= S2 + SpeedReward 

Om hinder finns inom 100 meter från frontal sensorn: 
S2= MittenSensorn meter till hinder / 100 

S3= S2 * hastigheten framåt 

R = S3 + SpeedReward 

 

Där S står för summan i de olika stegen och det slutgiltiga stegen får vi ut R som är Reward. 

Med korrigeringen av speedReward i Mike kommer denna nu istället att generera ett högt 

positiv tal om den ligger nära mitten, istället för att höja bestraffningen ju längre från mitten 

man är som Juliette gör. 
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5 Resultat 
Detta kapitel kommer att redovisa resultatet där en översikt förs i detta kapitel och där 

respektive experiment ett och två har varsitt kapitel som summerar det viktiga för respektive 

resultat. I varje experiment kapitel finns det en fördjupande förklaring för respektive 

belöningsfunktions resultat. 

Det utfördes totalt femton experiment där tolv experiment var på banan E-5 och resterande tre 

experiment var på Aalborg. De tre belöningsfunktionerna: Charlie, Foxtrot och Juliette påvisade 

bäst resultat från experimenten på E-5 (se kap 5.1) och därför utfördes experiment på Aalborg 

(se kap 5.2) för att kunna styrka om dessa belöningsfunktioner är bra. 

 

Figur 5-1; Graf Experiment E-5, Intervall om 100 episoder 

Juliette är den belöningsfunktion som klarade av att köra varv på både E-5(se figur 5-1) och 

Aalborg(se figur 5-2), vilket betyder att detta är den bästa belöningsfunktion utav de vi testade. 

 

Figur 5-2; Graf experiment 2, Intervall om 100 episoder 
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5.1 Experiment E-5 

Experiment ett utfördes på banan E-5 under 500 träningsepisoder med 10 000 tidsteg per 

episod. Där de som presterade bäst under experiment E-5 var Charlie, Foxtrot och Juliette. 

 

För att bättre kunna visualisera träningen och dess avvikelse har figur 5-3 och 5-4 tagits fram 

som representerar träningsdata med intervall om 25 episoder per mätpunkt, på både genomsnitt 

och lägsta varvtid. Baserat på dessa figurer kan man se i figur 5-3 och 5-4 att Foxtrot har en 

väldigt stabil och konsekvent kurva i både tid och distans. Charlie har inte alls en lika stabil 

kurva utan går mer upp och ner med mot slutet blir det lägre avvikelser den är dock fortfarande 

en av de bättre då den är tidig med att klara. Juliette har från epsiod 400 och fram till 425 en 

stor ökning i distans, efter detta stagneras kurvan och den får en utjämnad linjär kurva enligt 

figur 5-3. 

 

 
Figur 5-3; Experiment E-5, Genomsnittsdistans intervall om 25 episoder 

 

Juliette och är den av de tre som presterade bäst som har den sämsta varvtiden enlig figur 5-4.  

Där Juliette och Charlie vid sista mättningen har ungefär samma varvtid, Vilket man kan se 

under träningen att Charlie blir långsammare. Där Foxtrot är snabbast och har haft ungefär 

samma varvtid under hela perioden 400-500.  

Där däremot Delta har de bästa varvtiderna av de egen utvecklade belöningsfunktionerna, men 

däremot i Figur 5-3 har delta ett riktig dålig genomsnitts distans, vilket är en anledningen till 

att denna inte klassificerades för experiment på Aalborg. 
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Figur 5-4; Experiment E5 lägsta varvtid, intervall om 25 episoder 

5.1.1 Alpha 

Alpha är en belöningsfunktion som redan vid intervall två klarar av att köra ett varv och där 

den optimala handlingspolicyn inte har upptäckts än utan mer tränings episoder krävs för att 

komma fram till denna handlingspolicy. Däremot är Alpha bra nog efter 500 episoder där den 

har en 44 % chans att klara av att köra runt minst ett varv, där det fortfarande finns potential för 

snabbare varvtider då denna tiden fortfarande blir bättre enligt träningsresultatet i tabell 5.1.1-

3. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 46 ± 34 76 % 

E101-200 1282 ± 1692 132 % 

E201-300 2042 ± 2239 110 % 

E301-400 2763 ± 3113 113 % 

E401-500 3406 ± 3727 109 % 
Tabell 5.1.1-1; Alpha genomsnitt hela träningen 

Alpha indikerar på att ju mer tränings som sker desto bättre blir den, ökningen sker linjärt med 

ca 700 meter per 100 episoder på dess genomsnitt. Standardavvikelsen för träningen ligger över 

100 % vilket indikerar på att den är instabil under dessa intervall. Detta kan dock förklaras med 

resultatet från tabell 5.1.1-2 där agenten succesivt för varje intervall klarar fler varv samt att de 

klarade varven blir längre och längre. Efter sista intervallet klarade den 44 av 100 varv med ett 

genomsnitt om 7034 meter med en avvikelse på 38 %, tar man då i hänsyn till det tidigare 

intervallet låg avvikelsen på 40 % och genomsnittet på 6112 och avklarade varv på 44 vilket 

ger indikationen att den fortfarande blir bättre baserat på att fler varv klaras och bättre 

genomsnitts distans fås i både tabell 5.1.1-1 och 5.1.1-2 
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Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder, när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-

200 

25 3752 ± 1607 43% 

E201-

300 

35 4446 ± 2258 51% 

E301-

400 

39 6112 ± 2465 40% 

E401-

500 

44 7034 ± 2665 38% 

Total 143 Ej aktuell Ej aktuell 
Tabell 5.1.1-2; Alpha genomsnitt 1800 meter 

Resultatet i tabell 5.1.1-3 visar att belöningsfunktionen förbättrar agentens varvtid efter varje 

intervall. Detta kan också även förklara varför den kommer längre varje gång i genomsnitt 

enligt tabell 5.1.1-2. Där en högre hastighet gör att agenten hinner längre innan episoden bryts 

när tiden tar slut. 

Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 49,9 ± 8,8 18% 

E201-300 48,9 ± 6,12 13% 

E301-400 42,2 ± 7,45 18% 

E401-500 37,0 ± 4,11 11% 
Tabell 5.1.1-3; Alpha genomsnittsvarvtid  

5.1.2 Bravo 

Bravo lär sig redan vid intervall tre att ta sig runt banan, det är även under denna period den 

troligen kommer vara snabbast enligt tabell 5.1.2-3. Bravo kommer troligen baserat på resultatet 

inte blir bättre om den får träna mer utan den kommer snarare att bli långsammare, men kanske 

klarar den fler varv.  

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 15 ± 29 200% 

E101-200 126 ± 156 125% 

E201-300 4785 ± 3257 68% 

E301-400 6184 ± 2253 36% 

E401-500 4805 ± 3227 67% 
Tabell 5.1.2-1; Bravo genomsnitt hela träningen 

Baserat på bravo träningsresultat i tabell 5.1.2-1 har belöningsfunktionen generat en 

handlingspolicy som fungerar, där resultaten inte efter intervall tre inte skiljer markant mycket. 

Det är det fjärde intervallet som sticker ut mer men här har den en höjdpunkt där den klarar 90 

varv enligt tabell 5.1.2-2 där intervall tre och fem har 64 respektive 70 klarade varv. 

Genomsnittet när ett varv klarar ligger under alla tre klarade intervaller nära varandra det skiljer 

bara 270 meter från sämsta genomsnitt till bästa där avvikelsen emellan dessa intervall är 22 % 
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och 25 %. Däremot ser det ut att bli sämre och sämre genomsnitt på distansen efter avklarat 

varv efter varje intervall. 

 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 episoder 

när den klarar minst ett varv och 

standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-

200 

0 Finns ej Finns ej 

E201-

300 

64 6977 ± 1732 25% 

E301-

400 

90 6765 ± 1477 22% 

E401-

500 

70 6707 ± 1491 22% 

Total 224 Ej aktuell Ej aktuell 
Tabell 5.1.2-2; Bravo genomsnitt 1800 meter 

Genomsnittstiden i tabell 5.1.2-3 har en låg avvikelse och tiden emellan intervallerna är ungefär 

samma vilket indikerar på att agenten troligen har hittat en optimal genomsnitts hastighet, och 

den kommer troligen inte heller bli snabbare då resultatet indikerar på att den blir långsammare. 

Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 43,8 ± 5,12 12% 

E301-400 44,4 ± 4,54 10% 

E401-500 44,7 ± 5,03 11% 
Tabell 5.1.2-3; Bravo genomsnittsvarvtid  

5.1.3 Charlie 

Charlie har sina bästa varvtider under intervall två och kommer även längst i snitt när den klarar 

sina varv. Efter intervall tre har en handlingspolicy generas vilket man kan se baserat på 

resultaten i tabell 5.1.3-1 genomsnitt som även styrks av tabell 5.1.3-2 och tabell 5.1.3-3. Denna 

policy omfattar troligen att man sänker snitthastigheten vilket reducerar chansen att man åker 

av banan. Mer träning på denna belöningsfunktion kommer troligen att ge sämre varvtider och 

kortare distanser till följd då detta är trenden i tabell 5.1.3-3. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 35 ± 22 63% 

E101-200 41 ± 66 163% 

E201-300 3584 ± 4011 112% 

E301-400 6535 ± 2785 43% 

E401-500 5333 ± 2918 55% 
Tabell 5.1.3-1; Charlie genomsnitt hela träningen 
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Genomsnitt distansen från tabell 5.1.3-1 indikerar att en förbättring sker samt att vid näst sista 

och sista intervallet är avvikelsen 43 % och 55 % vilket betyder att den börjar bli stabil på sitt 

genomsnitt och detta kan förklaras med att i tabell 5.1.3-2. Är standardavvikelsen vid tredje 

intervallet 30 % och med en genomsnitt distans om 8194 på 39 avklarade varv. Vilket är 

imponerande då från ingenstans generade den ett väldigt bra resultat, Detta följs av att den 

klarar fler varv de kommande intervaller med en stabil avvikelse om 20 % men där 

genomsnittsdistansen blir lägre. 

 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns Ej 

E101-200 0 Finns ej Finns Ej 

E201-300 39 8194 ± 2432 0,30 

E301-400 86 7498 ± 1515 0,20 

E401-500 75 6831 ± 1356 0,20 

Total 200 Ej aktuell Ej Aktuell 
Tabell 5.1.3-2; Charlie genomsnitt 1800 meter 

Genomsnittsdistansen blev lägre i tabell 5.1.3-2) detta förklaras i tabell 5.1.3-3 där man kan se 

att den snabbaste genomsnittstiden var under intervall tre sedan blev den bara långsammare för 

varje intervall. Detta tyder på att bilen blir långsammare och därmed får sämre varvtider. 

 

Episoder Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 37,6 ± 6,52 0,17 

E301-400 40,6 ± 4,73 0,12 

E401-500 44,7 ± 4,77 0,11 
Tabell 5.1.3-3; Charlie genomsnittsvarvtid 

5.1.4 Delta 

Denna belöningsfunktion lär sig långsamt men den indikerar baserat på resultaten i tabellerna 

5.1.4-1, 5.1.4-2 och 5.1.4-3 att den blir bättre i genomsnitt, den klarar fler varv och den blir 

snabbare. Den har inte än nått sin optimala handlingspolicy, däremot den handlingspolicy som 

finns efter femte intervaller börjar generera ett hyffsat resultat. Det hade varit intressant att se 

vad Delta hade fått för resultat om den hade tränat mer. 

 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent  

E0-100 45 ± 28 63% 

E101-200 30 ± 10 33% 

E201-300 62 ± 72 116% 

E301-400 908 ± 1633 181% 

E401-500 1772 ± 2881 163% 
Tabell 5.1.4-1; Delta genomsnitt hela träningen 
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Delta är dålig de första tre intervallerna där dock det fjärde intervallet ökar snitt resultatet med 

ca 840 meter från det tidigare intervallet. Detta följs av femte intervallet där en ökning på ca 

870 meter sker. Genomsnittshöjningen som sker under intervall fyra och fem går att förklara 

med att tabell 5.1.4-2 under intervall fyra klarade åtta varv om 5922 meter i genomsnitt med en 

avvikelse på 37 %. Detta efterföljs med ett genomsnitt distans som är ungefär samma som 

tidigare under det sista intervallet fast nu har den klarar 26 varv där avvikelsen är större. Detta 

tyder på att agenten har börjat lära sig en handlingspolicy som kan fungera. 

 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 8 5922 ± 2201 37% 

E401-500 26 5769 ± 3065 53% 

Total 34 Ej aktuell Ej Aktuell 
Tabell 5.1.4-2; Delta genomsnitt 1800 meter 

Genomsnitts varvtiden är som bäst vid sista intervallet trots att det är 26 avklarade varv som 

generade denna varvtid, mot åtta i det tidigare intervallet. Avvikelsen blir dessutom lägre vilket 

tyder på att den blir snabbare enligt tabell 5.1.4-3. 

 

Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 40,1 ± 4,81 12% 

E401-500 37,3 ± 4,07 11% 
Tabell 5.1.4-3; Delta genomsnittsvarvtid 

5.1.5 Echo  

Echo handlingspolicy verkar vara att avsluta spelet efter några meter och därmed fungerar inte 

denna belöningsfunktion för att kunna manövrera i TORCS. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 28 ± 31 113% 

E101-200 20 ± 7 33% 

E201-300 15 ± 2 11% 

E301-400 11 ± 1 9% 

E401-500 26 ± 179 690% 
Tabell 5.1.5-1; Echo genomsnitt hela träningen 

Echo genomsnitt resultat i tabell 5.1.5-1 under intervallerna pekar på att det den har lärt sig sin 

handlingspolicy vilket är att avsluta spelet. 
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Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 episoder 

när den klarar minst ett varv  och 

standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 0 Finns ej Finns ej 

E401-500 0 Finns ej Finns ej 

Total 0 Ej aktuell Ej aktuell 
Tabell 5.1.5-2; Echo genomsnitt 1800 meter 

Det finns inget resultat i varken tabell 5.1.5-2 eller tabell 5.1.5-3 då den inte kom längre än i 

snitt ca 20 meter i tabell 5.1.5-1. 

Intervall  Genomsnittstiden på bästa varvtid och 

standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 Finns ej Finns ej 

E401-500 Finns ej Finns ej 
Tabell 5.1.5-3; Echo genomsnittsvarvtid  

5.1.6 Foxtrot 

Vid fjärde intervallet har foxtrot hittat en bra handlingspolicy där den vid femte intervallet och 

det är bara små finjusteringar som sker. Detta är något som stöds av resultatet i tabell 5.1.6-2 

och tabell 5.1.6-3 där avvikelse reduceras efter varje intervall.  

 

Intervall  Genomsnitt distans per 100 episoder och 

standardavvikelsen 

Avvikelse i procent 

E0-100 41 ± 36 87% 

E101-200 47 ± 60 126% 

E201-300 1578 ± 2541 161% 

E301-400 6849 ± 1565 23% 

E401-500 7026 ± 1345 19% 
Tabell 5.1.6-1; Foxtrot genomsnitt hela träningen 

Foxtrot genomsnitt i tabell 5.1.6-1 indikerar på att en ökning fanns fram till fjärde intervallet 

därefter ser det ut som att den har hamnat i en bra balans, detta är något som stöds i tabell 5.1.6-

2 där det går att utläsa att den klarar 95 respektive 96 varv och avvikelsen är 23 % och 19 % 

där bägge genomsnitt distanserna emellan fjärde och femte intervallet skiljer det 50 meter. Det 

tyder på att den har blivit stabil och troligen hittat sin handlingspolicy där minimala 

förbättringar sker med mer träning. 

  



 

- 31 - 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 23 5805 ± 2140 37% 

E301-400 95 7146 ± 889 12% 

E401-500 96 7206 ± 882 12% 

Total 214 Ej aktuell Ej aktuell 
Tabell 5.1.6-2; Foxtrot genomsnitt 1800 meter 

Genomsnittstiden i tabell 5.1.6-3 för de tre intervallerna den klarade är nästan oförändrad 

emellan tredje och fjärde där de har en gemensam avvikelse om 10 %. Det sista intervallet blir 

snabbare och här är avvikelsen knappt någon på 6 %. Detta tyder på att den troligen inte kommer 

att förbättra sin tid speciellt mycket då tiden inte har förändras speciellt mycket emellan 

intervallen. 

 

Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 43,9 ± 4,31 10% 

E301-400 44,0 ± 4,24 10% 

E401-500 43,0 ± 2,37 6% 
Tabell 5.1.6-3; Foxtrot genomsnittsvarvtid 

5.1.7 Golf 

Handlingspolicyn verkar ha skapat en pessimistisk agent som vill avsluta spelet omgående och 

därmed fungerar inte denna belöningsfunktion för de kriterium uppsatta för 

belöningsfunktionerna. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 48 ± 30 63% 

E101-200 21 ± 4 19% 

E201-300 13 ± 1 11% 

E301-400 10 ± 1 9% 

E401-500 8 ± 0 5% 
Tabell 5.1.7-1; Golf genomsnitt hela träningen 

Golf kom under först intervallet 48 och sedan allt eftersom den tränade blev den bara bättre och 

bättre på att avsluta spelet, av att döma från tabell 5.1.7-1 har bilen vid intervall fem kört direkt 

vänster eller höger och därmed avslutat spelet omgående. 
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Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 0 Finns ej Finns ej 

E401-500 0 Finns ej Finns ej 

Total 0 Ej aktuell Ej aktuell 
Tabell 5.1.7-2; Golf genomsnitt 1800 meter 

Det finns inget resultat i varken tabell 5.1.7-2 eller tabell 5.1.7-3 då den inte kom längre än i 

snitt ca 20 meter och i slutet åtta meter i tabell 5.1.7-1. 

Intervall  Genomsnittstiden på bästa varvtid och 

standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 Finns ej Finns ej 

E401-500 Finns ej Finns ej 
Tabell 5.1.7-3; Golf genomsnittsvarvtid 

5.1.8 Hotel 

Hotel genererade i snitt ett dåligt resultat det var endast vid femte intervallet det fanns något 

bra resultat, där den lyckades slutföra ett varv. Det slutförda varvet var dock ett bra resultat och 

mer träning behövs göras för att kunna dra några som helst slutsatser. 

 

Intervall  Genomsnitt distans per 100 episoder och 

standardavvikelsen 

Avvikelse i procent 

E0-100 51 ± 39 76% 

E101-200 20 ± 4 19% 

E201-300 13 ± 1 10% 

E301-400 9 ± 1 15% 

E401-500 395 ± 696 176% 
Tabell 5.1.8-1; Hotel genomsnitt hela träningen 

I tabell 5.1.8-1 indikerar resultatet på att ett bättre resultat fås men den lär sig långsamt. 

Avvikelsen är hög vid femte intervallet och detta beror nog till stor del på att den klarade ett 

varv om 7025 meter vid femte intervallet enligt tabell 5.1.8-2. Vilket ger tecken på att den kan 

klara av banan. 
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Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 0 Finns ej Finns ej 

E401-500 1 7025 ± 0 Finns bara ett värde 
Tabell 5.1.8-2; Hotel genomsnitt 1800 meter 

I tabell 5.1.8-3 fanns det bara ett resultat och detta var på 42,6 sekunder. Det går därför inte att 

dra någon slutsats baserat på detta. 

Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 Finns ej Finns ej 

E401-500 42,6 ± 0 Finns bara ett värde 
Tabell 5.1.8-3; Hotel genomsnittsvarvtid 

5.1.9 India 

Handlingspolicyn verkar ha skapat en pessimist agent som vill avsluta spelet omgående och 

därmed fungerar inte denna belöningsfunktion för de kriterium uppsatta för 

belöningsfunktionerna. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 52 ± 42 81% 

E101-200 21 ± 4 19% 

E201-300 13 ± 1 11% 

E301-400 10 ± 1 8% 

E401-500 8 ± 0 5% 
Tabell 5.1.9-1; India genomsnitt hela träningen 

India kom först långt och sedan allt eftersom den tränade blev den bara bättre och bättre på att 

avsluta spelet, av att döma från tabell 5.1.9-1 har bilen vid intervall fem kört direkt vänster eller 

höger och därmed avslutat spelet omgående.  

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 0 Finns ej Finns ej 

E401-500 0 Finns ej Finns ej 

Total 0 Ej aktuell Ej aktuell 
Tabell 5.1.9-2; India genomsnitt 1800 meter 

Det finns inget resultat i varken tabell5.1.9-2 eller tabell5.1.9-3 då den inte kom längre än i snitt 

ca 20 meter och i slutet åtta meter i enlighet med tabell 5.1.9-1. 
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Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 Finns ej Finns ej 

E401-500 Finns ej Finns ej 
Tabell 5.1.9-3; India genomsnittsvarvtid 

5.1.10  Juliette 

Det tar Juliette fyra intervall innan det går att se att handlingspolicyn börjar bli bra, detta är 

något man kan se i både tabell 5.1.10-1 och tabell 5.1.10-2. Det är först i slutet av träningen på 

E-5 som resultatet fås och detta betyder att mer tränings behövs göras för att kunna dra en 

definitiv slutsats för denna bana. Juliette generar dock ett intressant och bra resultat där en stabil 

och bra handlingspolicy har genererats och mer träning kommer troligen att generera ett 

stabilare resultat. 

 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 50 ± 39 78% 

E101-200 21 ± 4 20% 

E201-300 297 ± 251 85% 

E301-400 1332 ± 1820 137% 

E401-500 6179 ± 2079 34% 
Tabell 5.1.10-1; Juliette genomsnitt hela träningen 

Vid intervall tre kan man se en tendens till att agenten börjar hitta en handlingspolicy som gör 

att agenten kan hålla sig på banan enligt tabell(1). Från det fjärde till femte intervallet är 

ökningen av genomsnitt distansen hög vilket kan förklaras med att den vid femte intervallet 

enligt tabell 5.1.10-2 har klarat 90 varv jämfört med 16 i den tidigare. Både tabell 5.1.10-1 

avvikelse under femte intervallet 34 % och tabell 5.1.10-2 avvikelse 19 % tyder på att den börjar 

bli konsekvent i sitt agerande. 

 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 16 4710 ± 2585 55% 

E401-500 90 6706 ± 1289 19% 
Tabell 5.1.10-2; Juliette genomsnitt 1800 meter 

Genomsnittstiderna på varvtiderna i tabell(5.1.10-3) indikerar på att det sker förbättring från 

fjärde till femte intervallet där den blir 10 sekunder snabbare och klarar 74 fler varv enligt tabell 

5.1.10-2. Detta indikerar på att en bra handlingspolicy används och att förbättringar troligen 

kommer att ske vid mer träning, dock långsammare då avvikelserna blir lägre. 
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Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 54,5 ± 9,93 18% 

E401-500 45,5 ± 4,76 10% 
Tabell 5.1.10-3; Juliette genomsnittsvarvtid 

5.1.11 Kilo 

Kilo hade ingen fungerande handlingspolicy förens vid femte intervallet, detta resulterade då i 

att bilen kunde köra runt banan. Resultatet i tabell 5.1.11-2 och 5.1.11-3 indikerar på att en 

handlingspolicy har genererats som ger bra resultat där mer träning behövs för att styrka 

huruvida om den blir bättre eller sämre och om den är konsekvent. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 49 ± 36 73% 

E101-200 21 ± 4 19% 

E201-300 13 ± 1 10% 

E301-400 42 ± 36 86% 

E401-500 3201 ± 3191 100% 
Tabell 5.1.11-1; Kilo genomsnitt hela träningen 

I tabell 5.1.11-1 syns väldigt lite progression under de första fyra intervallen. 

Genomsnittsdistansen som agenten kör reduceras med ungefär hälften varje intervall fram till 

det tredje intervallet där en ökning sker i fjärde intervallet istället.  Därefter kan vi se en viss 

förändring då genomsnittsdistansen ökar under de två sista intervallen. I det sista intervallet kan 

vi se att genomsnittsdistansen har ökat drastiskt. Den drastiska ökningen beror på resultatet som 

återfinns i tabell 5.1.11-2 där den klarade 48 varv med en genomsnitt distans på 6136. Detta 

resultat indikerar på att den har lärt sig en bra handlingspolicy, denna är också relativt 

konsekvent med bara 32 % avvikelse som motsvarar ungefär 2000 meter. 

 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 episoder 

när den klarar minst ett varv och 

standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-200 0 Finns ej Finns ej 

E201-300 0 Finns ej Finns ej 

E301-400 0 Finns ej Finns ej 

E401-500 48 6136 ± 1992 32% 

Total 48   
Tabell 5.1.11-2; Kilo genomsnitt 1800 meter 

Enligt 5.1.11-3 finns det endast resultat under sista intervallet där genomsnittstiden är 41,1 med 

en standardavvikelse på 9 % vilket tyder på en väldigt stabil tid och troligen att minimal 

förbättring sker. 
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Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 Finns ej Finns ej 

E401-500 44,1 ± 3,95 9% 
Tabell 5.1.11-3; Kilo genomsnittsvarvtid 

5.1.12 Lima 

Vid femte intervallet fick Lima en handlingsplan som klarade av att ta bilen runt banan under 

43 olika episoder enligt tabell 5.1.12-1. Då det finns indikation på att en förbättring sker har 

Lima troligen inte uppnått sin optimala handlingspolicy än och därmed behövs mer träning 

utföras för att bevisa stabilitet och hur bra den egentligen är. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 50 ± 34 69% 

E101-200 13 ± 8 63% 

E201-300 16 ± 36 224% 

E301-400 265 ± 225 85% 

E401-500 2976 ± 3028 102% 
Tabell 5.1.12-1; Lima genomsnitt hela träningen 

Under intervall ett till tre körde den i snitt aldrig längre än 50 meter. Det är vid fjärde intervallet 

progression sker då distansen ökat med ca 250 meter från föregående intervall.  Det är under 

femte intervallet som distansen ökar med tio gånger från tidigare intervall enligt tabell 5.1.12-

1 och detta beror på att i 5.1.12-2 har Lima gjort 43 varv där snitt distansen är 5915 meter med 

en avvikelse om 40 %. 

Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarar minst ett 

varv och standardavvikelsen 

Avvikelse i 

procent 

E0-100 0 Finns ej Finns ej 

E101-

200 

0 Finns ej Finns ej 

E201-

300 

0 Finns ej Finns ej 

E301-

400 

0 Finns ej Finns ej 

E401-

500 

43 5915 ± 2366 40% 

Total 43 Ej aktuellt  Ej aktuellt 
Tabell 5.1.12-2; Lima genomsnitt 1800 meter 

Det är vid femte intervallet i tabell 5.1.12-3 den klarade att köra runt banan och då fick den 

tiden 48 sekunder där avvikelsen var 17%. Det krävs dock mer resultat för att kunna peka på 

om den blir bättre eller sämre. 
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Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelsen 

Avvikelse i procent 

E0-100 Finns ej Finns ej 

E101-200 Finns ej Finns ej 

E201-300 Finns ej Finns ej 

E301-400 Finns ej Finns ej 

E401-500 48,0 ± 8,17 17% 
Tabell 5.1.12-3; Lima genomsnittsvarvtid 

5.2 Experiment Aalborg 

Experiment två utfördes på banan Aalborg under 1000 episoder med samma tidsteg som i 

experiment E-5 om 10 000 steg. De belöningsfunktioner som genomförde experiment två var 

Charlie, Foxtrot och Juliette där observationer under experiment två påvisade att Juliette lärde 

sig att bromsa och var den ända som klarade att köra ett varv utan att krocka. 

 

 
Figur 5-5; Experiment Aalborg varvtid  

Det är endast Juliette som har klarat ett varv(figur 5-5), däremot ser det ut baserat på kurvan 

som att Juliette kan bli snabbare på Aalborg om den får mer träning. 
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5.2.1 Charlie 

Charlie påvisade ingen progression vid inlärningen på Aalborg som kan ses i tabell 5.2.1-1, 

efter sjunde intervallet avbröt vi träningen då den redan hade gjort fem intervaller där bilen 

hade stått helt stilla. 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 34 ± 25 73% 

E101-200 08 ± 10 121% 

E201-300 0 Finns ej 

E301-400 0 Finns ej 

E401-500 0  Finns ej 

E501-600 0 Finns ej 

E601-700 0 Finns ej 

E701-800 Avbruten  
Tabell 5.2.1-1; Charlie experiment Aalborg genomsnitt hela träningen 

5.2.2 Foxtrot 

Foxtrot lärde sig på Aalborg att ta sig fram till första svängen där den sedan misslyckades. De 

varv vi observerade såg vi att bilen inte bromsade. Foxtrot handlingspolicy är därmed inte bra 

nog för att klara Aalborg (se tabell 5.2.2-1) 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 31 ± 22 72% 

E101-200 14 ± 3 18% 

E201-300 8 ± 0 6% 

E301-400 115 ± 105 91% 

E401-500 275 ± 76 28% 

E501-600 295 ± 3 1% 

E601-700 294 ± 1  0% 

E701-800 274 ± 63 23% 

E801-900 293 ± 7 2% 

E901-

1000 

295 ± 1 1% 

Tabell 5.2.2-1; Foxtrot experiment Aalborg genomsnitt hela träningen 
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5.2.3 Juliette 

På den svårare banan tar det sex intervaller innan Juliettes handlingspolicy börjar klara av att 

slutföra 1800 meter och ett helt varv som är 2500 meter. Mer träning kommer troligen att göra 

Juliette resultat stabilare då detta mönster syns in resultatet. Juliette lärde sig en handlingspolicy 

som gjorde att den klarade av att köra runt banan. 

 

Intervall  Genomsnitt distans per 100 episoder 

och standardavvikelsen 

Avvikelse i procent 

E0-100 31 ± 19 60% 

E101-200 15 ± 3 17% 

E201-300 145 ± 118 81% 

E301-400 264 ± 27 10% 

E401-500 331 ± 194 59% 

E501-600 893 ± 725 81% 

E601-700 1135 ± 1086 96% 

E701-800 1371 ± 1171 85% 

E801-900 903 ± 1024 113% 

E901-

1000 

887 ± 935 105% 

Tabell 5.2.3-1; Juliette experiment Aalborg genomsnitt hela träningen 

Distansen till den första svängen på Aalborg är ca 290 meter, där det syns i resultatet ur (tabell 

5.2.3-1) att första svängen börjar den klara av vid intervall fem, där den redan vid intervall sex 

även klarar nästa sväng och dessutom kommer en tredjedel av banan i genomsnitt och det är 

även nu där nio episoder klarar av att komma över 1800 meter(se tabell5.2.3-2) där åtta av dessa 

är ett helt varv om 2500 meter(se tabell 5.2.3-3). 

 

Intervall  

 

Antal episoder 

den har klarat 

1800 meter 

Genomsnitt distans per 100 episoder 

när den klarade minst 1800 meter 

och standardavvikelsen 

Avvikelse i 

procent 

E401-500 0 0 0 

E501-600 9 2948 ± 397 13% 

E601-700 18 3236 ± 1065 33% 

E701-800 24 3193 ± 972 30% 

E801-900 12 3413 ± 791 23% 

E901-1000 6 4120 ± 760 18% 

Total 69 Ej aktuellt  Ej aktuellt 
Tabell 5.2.3-2; Juliette experiment Aalborg genomsnitt 1800 meter 

Resultaten ur tabell 5.2.3-2 och tabell 5.2.3-3 är snarliknande men där det går att urskilja att när 

den väl klarade ett varv så är avvikelsen lägre då det är tiden som avbryter bilen och inte på 

grund av ett misslyckande. Där det däremot i tabell 5.2.3-2 är en högre avvikelse som beror 

troligen på att det är svängen emellan 1800-2500 meter som är svår och här sker det avåkningar. 

Tabell 5.2.3-3 genomsnitt är relativt stabilt efter sjunde intervallet där genomsnittet är emellan 

3600-4100 där avvikelsen på dessa intervall ligger under 20 %. 
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Intervall  

 

Antal episoder 

den har klarat 

ett varv 

Genomsnitt distans per 100 

episoder när den klarade minst 

2500 meter och standardavvikelse 

Avvikelse i 

procent 

E401-500 0 0 0 

E501-600 8 3028 ± 336 11% 

E601-700 11 3903 ± 651 17% 

E701-800 17 3672 ± 719 20% 

E801-900 10 3667 ± 576 16% 

E901-1000 6 4120 ± 760 18% 

Total 52 Ej aktuellt  Ej aktuellt 
Tabell 5.2.3-3; Juliette experiment Aalborg genomsnitt 2500 meter 

Tidens genomsnitt i tabell 5.2.3-4 ser ut att bli bättre ju mer den tränar och detta följer samma 

mönster som att ju mer den tränar desto stabilare blir genomsnittet som den färdas(se 5.2.3-3). 

Troligen kommer mer träning att ge ytterligare stabilare tider emellan intervallerna och att den 

klarar av fler varv med ett högre genomsnitt. 

 

Intervall  Genomsnittstiden på bästa varvtid 

och standardavvikelse 

Avvikelse i procent 

E401-500 Finns ej Finns ej 

E501-600 127,34 ± 7,27 6% 

E601-700 123,7 ± 10,25 8% 

E701-800 128,1 ± 23,35 18% 

E801-900 127,8 ± 19,5 15% 

E901-

1000 

122,8 ± 11,07 9% 

Tabell 5.2.3-4; Juliette experiment Aalborg genomsnittsvarvtid 
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6 Diskussion 
Det vi kommer ta upp först under detta kapitel är vår metodreflektion i Kap 6.1. Detta följs av 

diskussion kring experimentets uppdelning i kap 6.2.  Under kapitel 6.3 diskuterar vi varje 

belöningsfunktion som följs sedan av kap 6.4 där vi diskuterar vårt val av banorna. Slutgiltige 

har vi en diskussion kring implementationen och de problem vi hade när vi tog nätverket från 

Lau. 

6.1 Metodreflektion 

Frågeställningen är ställd för att lättast besvaras av en kvantitativ metod, då vi efterfrågar 

konsekvent resultat som kan besvarar med kvantitativ data, samt delen manövrera i TORCS går 

att besvara med ja/nej. Vid insamlingen av data noterade vi efteråt att vi egentligen hade behövt 

samlat in mer data kategorier, vi borde egentligen ha sparat all data som existerade under varje 

episod för att sedan ha utfört filtrering i efterhand istället som vi gjorde valde i förväg vad vi 

ville spara, Detta då det är lättare att filtrera data än att samla in data. Vi hade kanske fått ett 

annorlunda resultat om vi hade haft mer data och parametrar att utgå ifrån. 

Frågeställningen hade också gått att besvara kvalitativt men då troligen fått ett annorlunda 

resultat som kanske hade gått in mer på beteende agenten gör baserat på observationer och mer 

vad människor känner och tycker när de ser agerandet. 

I studien kunde vi använt en kvalitativ metod för att samla in data via observationer och 

anteckningar för att kunna besvara frågeställningen. Då nätverket inte fungerade som önskade 

hade detta resulterat i att vi hade behövt observera 500 episoder som kunde ta uppemot 24 

timmar att genomföra vilket hade varit väldigt tidskrävande och observationerna hade troligen 

inte blivit så bra då de som observerar hade troligen blivit utmattade och uttråkade. Alternativt 

hade man kunna justerat experimentet en aning och därmed gjort det möjligt att observera. Detta 

går ut på att man tränar nätverket först och sedan observerar ett fåtal varv med det tränade 

nätverket.   

Med det sist nämnda alternativet hade man kunnat spela in varven från det tränade nätverket 

och därefter låta en fokusgrupp gör en bedömning hur bra eller dålig agentens beteende är och 

även få med vad dessa tycker och känner när de ser agenten köra bilen. 

I en studie skall man alltid beakta de etiska komplikationer som kan uppstå. I fallet då vi utförde 

en kvantitativ studie har vi varken medverkande personer eller djur som på något sätt kan ta illa 

vid och behöver därför inte beaktas.  Däremot om vi hade gjort en kvalitativstudie hade vi 

troligen behövt beakta frågor som anonymitet och hur vi hanterar känslig data. 

 

6.2 Experimenten uppdelning 

Valet att dela upp studien i två experiment gjordes då det tog upp till 14 timmar att utföra ett 

experiment om 500 episoder på E-5. Därför inför experiment två där vi testade på en svårare 

banna dels höjde vi antalet episoder för att faktiskt få något resultat överhuvudtaget och då vi 

höjde antalet episoder visste vi att det kunde ta längre tid att utföra experimenten. Här tog det 

för både Foxtrot och Juliette närmare 24 timmar för att få ett resultat. Charlie avbröt vi i förtid 

då ingen progression hade gjorts och den närmade sig 32 timmar. 

Anledningen till experiment två var för att kunna styrka om belöningsfunktionen var generell 

och därmed kunde fungera på ett svårare problem. 
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6.3 Belöningsfunktionerna 

Många av belöningsfunktionerna är utbrytning av Bravo för att kunna testa påverkan av Vinkel 

av bilen i förhållande till väggens vinkel, Hur det går att kombinera att köra efter mittlinjen, 

Hur det går att kolla efter hinder inom 100 meter sedan kombinerades dessa i olika väggar för 

att se om det finns något som bättre än det andra. 

Det vi ser är att vinkeln går att köra på för sig själv(se Deltas resultat) det tar bara tid och mer 

träning. Där det däremot inte går att endast köra baserat på mittlinjen(se Echo och India resultat) 

och där de som har mittlinjen med sig utöver andra sensorer tenderar till att bli mer 

pessimistiska agenter som tar det säkra före det osäkra. Medan t.ex. Delta och Alpha är mer 

optimistiska och tar mer risker vilket gör att dessa får en bättre varvtid och därmed har potential 

att komma längre under en episod då hastigheten är högre.  Sedan har vi de senare experimenten 

som utforskade huruvida det skulle gå att köra på sensorn som kollar efter hinder som finns rakt 

framför bilen och därmed ge den möjlighet att planera sin körning genom att då ta handlingar 

som undviker detta hinder, Dessa belöningar Hotell, Juliette, Lima, Kilo var sena i sin träning 

men när de väl började fungera så fick de alla ett bra genomsnitt om de klarade ett varv. 

Dessutom observerade vi att Juliette bromsade innan svängarna vilket indikerade på att den 

faktiskt hade möjlighet att planera sin körning. 

6.3.1 Alpha 

Vi körde aldrig denna belöningsfunktion tillräckligt länge för att se hur bra denna kunde bli, 

men baserat på resultatet som finns i kapitel 5.1 kommer den troligen att bli bättre och denna är 

en av få som indikerar att den faktiskt blir snabbare, med förbättring på dessa genomsnitts 

varvtid. Vi valde att inte utföra experiment två på denna belöning då vi inte utformade denna 

belöningsfunktion utan det är Ganesh(2016)som har utformat den. 

6.3.2 Bravo 

Vi valde att ta med Lau(2013) belöning i experimenten som en referenspunkt till när vi gjorde 

förändringar och bröt ut ur hans belöningsfunktioner i mindre delar. Vi noterade att 

förändringarna vi gjorde med både Charlie och Foxtrot gav ett bättre resultat vid första 

experimenten. Däremot fungerade ingen av dessa förändringar för experiment 2.  Vi testade 

inte bravo för experiment 2 då den dels täcktes av Charlie och Foxtrot samt att vi ansåg det vara 

mer prioriterat att testa vår egen modifikation över något Lau(2013) redan har testat. 

6.3.3 Charlie 

Charlie påvisade ett bra resultat under det första experimentet, men på det andra experimenten 

fungerade belöningsfunktionen inte alls, då den hellre än att köra någonstans valde att stå helt 

stilla. Detta är ett tråkigt resultat då vi hade förhoppningar om att denna skulle kunna lära sig 

ungefär lika bra som under det tidigare experimentet.  

6.3.4 Delta 

Denna belöningsfunktion är intressant då detta värde är en central del i både Alpha och Bravo, 

där det finns indikationer på att det går att köra på bara vinklarna under de experiment som 

gjordes, Dels för att Alpha lyckades och dels för att Bravo och de andra som bygger på samma 

lyckades.  Däremot tog det fler episoder innan den lyckades jämfört med Alpha och Bravo 

vilket kanske antyder på att det är svårare att lära sig vinklarnas betydelse, jämfört med bravo 

som dessutom följer mittlinjen. 
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6.3.5 Echo och India 

Echo och India är samma belöningsfunktion skriven på två olika sätt, Vi hade en diskussion 

huruvida det kunde göra någon skillnad om vi skrev de på olika sätt. Resultatet pekade på att 

det inte gjorde någon betydlig skillnad och skillnaden som finns beror mer troligen på slumpen. 

Däremot bör man ställa sig kritisk till huruvida dessa experiment ens var relevant att ens utföra, 

dock fick vi bevisat för oss själva att det inte gjorde någon skillnad. Då dessa 

belöningsfunktioner skulle följa mittlinjen är det intressant att de inte fungerade överhuvudtaget 

när de fungerade som en del i Bravo, Charlie och Foxtrot.  

6.3.6 Foxtrot 

Foxtrot är dels fel implementerade då vi använde oss av kommatecken istället för punkt i python 

vilket generade en tupel av två värden som reward. Den lyckades dock väldigt bra på första 

experimenten där den är väldigt konsekvent i sitt resultat. Däremot vid det andra experimenten 

är den konsekvent i genomsnitt distans men den klarar inte av att köra igenom hela banan. 

Observationer vi gjorde under tiden testerna gick för denna var att den aldrig lärde sig att 

bromsa, vilket är en förutsättning för att kunna klara den första svängen som är både snäv och 

small. 

6.3.7 Golf 

Golf resultat påpekar samma trend som både Echo och India, vilket fick oss att undra om vi har 

råkat köra fel belöningsfunktion här eller om denna justering av bravo gjorde värdena så dåliga 

att agenten blev fullt pessimist och valde därför att avsluta spelet så fort som möjligt. 

6.3.8 Hotel 

Hotel är intressant då den klarade ett varv och detta varv var väldigt bra vilket indikerar på att 

de finns möjlighet att köra på en sensor som kollar rakt fram efter hinder och justerar belöningen 

därefter. 

6.3.9 Juliette och Mike 

Detta är den mest intressanta belöningsfunktionen dels för att den är felimplementerade på 

grund av mänskligt fel där en parantes glömdes, trots detta fel presterar denna bäst och fungerar 

på två olika banor. Vilket har oss undrandes om Mike som är den korrigerade men ej testade 

versionen om denna kommer att fungera lika bra eller bättre än Juliette? 

De observationer vi gjorde under tiden testerna gick var att Juliette lärde sig att bromsa, vilket 

gav den möjligheten att klara Aalborg, den lärde sig även att spelet fysik är lite buggad och 

kunde därför dra nytta av detta om den hamnade i ett tillstånd där den hamnade rakt mot en 

vägg och inte vågade svänga åtsidan, där valde den istället att låta spelet flytta bilen front mot 

rätt riktning vilket resulterade senare att den såg den öppning den behövde för att kunna börja 

köra igen. 

6.3.10 Kilo 

Kilo testade kombinationen av Hotell och India/Echo för att se om detta gick att köra på likt 

vinkeln som finns i Bravo, Charlie och Foxtrot. Detta var något som fungerade helt okej vid 

sista intervallet där 48 % av episoderna tog sig runt minst ett varv. Detta blev därmed en 

belöningsfunktion som åkte baserat på mittlinjen samt om det finns något hinder inom 100 

meter den bör undvika. 
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6.3.11 Lima 

Då Hotel funkade engång undrade vi om vi kunde kombinera detta med Charlie resultat för att 

få den att agera annorlunda och bättre, Resultatet blev att den lärde sig senare och fick ett sämre 

resultat än Charlie, men den är däremot bättre än Hotell i sitt resultat. Vilket indikerar på att 

den stärkte upp Hotel svaghet, men sänkte Charlies styrka på banan E-5 som experimenten 

utfördes på. 

6.4 Banorna 

E-5 är en bana som är en bana vi finner baserat på dess design är en enkel bana, vi testade 

själva att köra igenom banan och man behöver egentligen aldrig bromsa för att klara banan 

och man kan dessutom hålla en relativt hög hastighet och ändå inte åka utanför banan i 

svängarna. Detta beteende är också vad våra belöningsfunktioner visade på att man inte 

behövde bromsa för att klara den. 

Aalborg är däremot en bana om man kollar på designen med flera former av svängar och en 

del av dessa är nästan 90 grader, dessutom är banan rejält mycket smalare än vad E-5 är. Här 

behöver man bromsa för att klara av ett varv då man inte har lika stort utrymme för fel. 

Aalborg är därför en bra bana att testa om agenten kan köra runt och om den klarar av flera 

olika former av utmaningar. 

6.5 Implementationen 

Under implementationens gång stötte vi på problem med bland annat att parametrar i metod 

anrop i Keras bibliotek hade bytt plats och i visa fall även byts ut mot något annat. Detta 

resulterade till att mycket tid lades ner på att fixa de faktiska nätverket och implementationen 

istället för på att utföra experiment och att testa belöningsfunktioner. Vi fick bland annat inte 

implementationen att fungera utan grafik och var därmed tvungna att utföra experimenten med 

rendering på. Här hade vi kanske kunna sparat mycket tid på träningen om vi kunde ha tränat 

utan grafik och bara gått på den faktiska data. Vi kunde inte heller med implementationen köra 

"tävling" det vill säga stänga av träningen och testa nätverket utan utforskning. Detta tror vi 

beror på att nätverket antingen sparas fel eller laddas in fel, vilket resulterade i att vi inte heller 

kunde avbryta träningen och fortsätta där vi var senast. Vilket vi tycker är synd för vi hade 

kunnat göra djupare och bättre tester om vi kunde ha tränat nätverket under 500 episoder, sedan 

testade detta tränade nätverk på olika banor. Detta begränsade oss i vårt utförande, därför valde 

vi att basera vårt resultat på ren träningsdata som innehåller utforskning. 

Vi märkte tidigt i implementationsfasen att vi fick väldigt mycket timeouts när vi skickade 

agentens handling till TORCS. Detta tror vi berodde på att det tog för lång tid att beräkna vilken 

handling som skall utföras samt sedan uppdatera nätverken med hjälp av mini-batchen. Genom 

att minska storleken på nätverken samt halverade storleken på mini-batchen fick vi mycket färre 

timeouts samt agentens resultat förbättrades. Vi tror inte att storleken på nätverket påverkar 

resultatet mellan de olika belöningsfunktionerna. Dock tror vi att alla belöningsfunktioner 

skulle få bättre resultat om nätverket varit större (och inga timeouts uppstår). Minskningen av 

storleken av mini-batchen tror vi endast påverkar hur snabbt agenten lär sig sin policy.  
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7 Slutsats 
Baserat på resultatet från Juliette har vi lyckats skapa en agent som kan spela TORCS på två 

olika banor när den väl har tagit sig ett varv utan att krocka under en episod och då uppvisar 

den ett konsekvent resultat på varvtiderna och distansen. Däremot har den fortfarande en relativt 

stor felmarginal, detta kan troligen bli lägre med mer träning då trenden pekar på detta. Därmed 

behöver man också ta i hänsyn till att vi har utforskning igång som kan ha bidragande orsak till 

att felmarginalen är relativt hög, utforskningen var dock tvungen att vara igång på grund av 

problemen beskrivna i kap 6.4. Vi har inte testat hur nätverket agerar om ingen eller lägre 

utforskning hade skett därför kan vi inte helt säga om Juliette fungerar eller om det är 

utforskningen som orsakar felen som begås. Juliette påvisar däremot en positiv trend när det 

kommer till träningsresultat och hur felen blir lägre med mer träning, därför anser vi att Juliette 

är den bästa belöningsfunktionen och uppfyller vår forskningsfråga. 

 

Vi kan även dra slutsatsen baserat på observationer, resultatet och diskussionen vi för i kap 6.3. 

Att en agent som prioriterar att köra efter mittlinjen tar färre risker och prioriterar att hålla sig i 

mitten, denna är heller inte intresserad av att öka sin hastighet speciellt mycket utan stagnerar 

sin maxhastighet relativt tidigt. 

De agenter som kör efter vinklarna i förhållande till bilens position och mot banan tenderar till 

att bli mer riskbenägna och att de därmed också kör snabbare. 

Alla agenter som letade efter hinder framför sig lärde sig sent men uppvisade likt Juliette 

beteende påvisade planering. 
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8 Framtida forskning 
I det arbetet vi har genomfört har vi haft regler för träningen för att korta ner tiden för träningen, 

här hade det varit intressant att låta varje belöningsfunktion träna igen fast man ändrar på dessa 

regler t.ex. om bilen är utanför banan så bryter man inte utan man bryter istället på om bilen tar 

skada. Det behövs även utföras fler tester på de existerande belöningsfunktionerna för att påvisa 

att resultatet stämmer. Belöningsfunktionen Mike behöver testas för att se om den tanken vi 

hade från början fungerar och om den får ett lika bra resultat som Juliette. 
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